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RESUMEN 

El pronóstico preciso de los niveles de agua del Lago Titicaca (NALT) es esencial para 

la seguridad y la gestión eficiente de los recursos hídricos, especialmente en condiciones 

climáticas extremas. El objetivo de la investigación fue desarrollar modelos de Redes 

Neuronales Recurrentes (RNN) de memoria a corto y largo plazo (LSTM) para 

pronosticar niveles de agua a nivel diario y mensual, utilizando diferentes ventanas de 

tiempo. Se evaluaron los modelos utilizando métricas comunes en recursos hídricos, 

como el error cuadrático medio (RMSE), la eficiencia de Nash-Sutcliffe (NSE), la 

eficiencia de Kling-Gupta (KGE) y el sesgo porcentual (PBIAS). Para pronósticos 

diarios, la ventana de tiempo más efectiva fue de 1 día, con un RMSE de 0.0080 metros 

y un NSE de 0.9996. Para pronósticos mensuales, la mejor ventana de tiempo fue de 12 

meses, con un RMSE de 0.103 metros y un NSE de 0.9741. En ambos casos, el modelo 

LSTM demostró un bajo sesgo y alta precisión. El número de épocas de entrenamiento 

no tuvo un impacto significativo en la precisión del modelo. La utilización de RNN-

LSTM se revela efectiva en diferentes escalas temporales, siendo una herramienta valiosa 

para la predicción de niveles de agua del Lago Titicaca. Estos modelos pueden 

desempeñar un papel fundamental en la emisión de alertas tempranas, gestión del riesgo, 

regulación ecológica, suministro de agua, control de inundaciones y toma de decisiones 

en situaciones de cambio extremo en los NALT, con potenciales impactos en los 

ecosistemas.  

Palabras clave: Altiplano peruano, Aprendizaje automático, Aprendizaje profundo, 

Aprendizaje supervisado, Cuenca del lago Titicaca, Inteligencia artificial, LSTM, RNN.  
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ABSTRACT 

The accurate forecast of water levels in Lake Titicaca (NALT) is essential for the safety 

and efficient management of water resources, especially under extreme weather 

conditions. The objective of the research was to develop Long Short-Term Memory 

(LSTM) Recurrent Neural Network (RNN) models for predicting water levels on a daily 

and monthly basis, using different time windows. The models were evaluated using 

common metrics in water resources, such as Root Mean Square Error (RMSE), Nash-

Sutcliffe Efficiency (NSE), Kling-Gupta Efficiency (KGE), and Percentage Bias 

(PBIAS). For daily forecasts, the most effective time window was 1 day, with an RMSE 

of 0.0080 meters and an NSE of 0.9996. For monthly forecasts, the best time window was 

12 months, with an RMSE of 0.103 meters and an NSE of 0.9741. In both cases, the 

LSTM model demonstrated low bias and high accuracy. The number of training epochs 

did not have a significant impact on the model's accuracy. The use of RNN-LSTM proves 

effective across different time scales, making them a valuable tool for Lake Titicaca water 

level prediction. These models can play a crucial role in issuing early warnings, risk 

management, ecological regulation, water supply, flood control, and decision-making in 

situations of extreme NALT fluctuations, with potential impacts on ecosystems. 

Keywords: Artificial intelligence, Deep learning, Lake Titicaca Basin, LSTM, Machine 

learning, Peruvian Altiplano, RNN, Supervised learning. 
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CAPÍTULO I 

INTRODUCCIÓN 

1.1 PLANTEAMIENTO DEL PROBLEMA 

Los lagos son recursos naturales valiosos y desempeñan un papel fundamental en 

el desarrollo social y económico (Zhu et al., 2020). Fueron considerados como uno de los 

paisajes más importantes del mundo, es bien sabido de un país a otro que las condiciones 

hidrológicas influyen significativamente en las funciones globales de los lagos (Ye et al., 

2020). Uno de los cuerpos de agua más grande y profundo de Sudamérica es el lago 

Titicaca (LT), ubicado en la meseta andina entre Perú y Bolivia, y es de gran importancia 

para la región, ya que es una fuente de agua potable y un recurso clave para la agricultura 

y la pesca. Sin embargo, la variabilidad del clima y los patrones de lluvia pueden afectar 

significativamente los niveles de agua del lago Titicaca, lo que puede tener consecuencias 

graves para las comunidades locales. El nivel del agua es un indicador físico importante 

y su fluctuación puede afectar significativamente los ecosistemas de los lagos.  

Según el diagnóstico de daños por eventos extremos realizado en el año 1993, para 

elaborar el plan Director Global Binacional de Protección – Prevención de Inundaciones 

y Aprovechamiento de los recursos del sistema endorreico Titicaca – Desaguadero – 

Poopó – Salar (TDPS), han caracterizado daños causados por eventos extremos (en el 

sector peruano y boliviano) a la agricultura, ganadería e infraestructura (vivienda, 

educación, saneamiento y transporte vial – ferroviario y lacustre) en los años 1982/83 

(sequias), 1985/87 (inundaciones) y 1989/90 (sequias), con montos totales de daños US$ 

128.0 (agricultura y ganadería), 125.0 (agricultura e infraestructura) y 88.5 (agricultura) 
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millones respectivamente, siendo las inundaciones 1986/87 las más significativas en el 

sector peruano (TDPS, 1993). 

Bajo estos acontecimientos, las posibilidades de presentarse eventos extremos 

(sequias e inundaciones) no son ajenos debido al cambio climático global, motivo por el 

cual, la importancia de contribuir con la implementación de modelos de redes neuronales 

recurrentes y redes LSTM que permitan dar a conocer el pronóstico anticipado de niveles 

de agua del Lago Titicaca. 

1.2 FORMULACIÓN DEL PROBLEMA 

1.2.1 Problema general 

¿Es posible predecir los niveles de agua del lago Titicaca utilizando 

modelos RNN-LSTM? 

1.2.2 Problema especifico 

¿Cuáles son las características importantes que influyen en los niveles de 

agua del lago Titicaca? 

¿Es posible implementar modelos de RNN-LSTM para el pronóstico diario 

de niveles de agua del lago Titicaca? 

¿Es posible implementar modelos de RNN–LSTM para el pronóstico 

mensual de niveles de agua del lago Titicaca? 
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1.3 HIPÓTESIS DE LA INVESTIGACIÓN 

El modelo de RNN-LSTM es capaz de aprender patrones de variabilidad y 

tendencias en los datos y, por lo tanto, predecir con precisión los niveles de agua del LT 

en el futuro.  

1.4 JUSTIFICACIÓN DEL ESTUDIO 

La predicción precisa del nivel de agua para lagos, es esencial para la alerta de 

inundaciones y gestionar los recursos de agua dulce (Zakaria et al., 2023). Las 

inundaciones son una causa importante de pérdidas sociales y económicas, así como de 

pérdidas de vidas humanas (Le et al., 2019).  

Durante las últimas dos décadas, los algoritmos de aprendizaje automático se han 

utilizado ampliamente en el modelado hidrológico basado en datos en general como una 

alternativa a la técnica de modelado estadístico convencional (Zakaria et al., 2023). Se ha 

demostrado que los modelos de aprendizaje automático producen mejores resultados, 

especialmente cuando se trata de relaciones no lineales y de alta dimensión de variables 

hidrológicas (Zounemat-Kermani et al., 2020). 

El uso de RNN-LSTM en la predicción hidrológica no se usaba con frecuencia 

(Hrnjica & Bonacci, 2019). Vacío de conocimiento: Aunque hay unos pocos estudios que 

han utilizado LSTM para la predicción de caudales diarios en un área semiárida en 

Marruecos (Nifa et al., 2023), mientras que algunos utilizaron modelos (ARIMA) para 

predecir los niveles de agua del LT en el pasado, esta investigación presenta, un primer 

intento en la aplicación de RNN-LSTM para el pronóstico de niveles del LT. Además, se 

desconoce si estos modelos pueden mejorar la precisión de las predicciones en 

comparación con otros modelos existentes. Por lo tanto, se justifica la necesidad de 
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investigar la capacidad de los modelos de RNN-LSTM para predecir los niveles de agua 

del LT. 

1.5 OBJETIVOS DE INVESTIGACIÓN 

1.5.1 Objetivo general 

Desarrollar modelos de predicción de los niveles de agua del lago Titicaca 

utilizando RNN-LSTM. 

1.5.2 Objetivos específicos 

Seleccionar las características importantes que influyen en los niveles de 

agua del lago Titicaca. 

Implementar modelos de RNN-LSTM para el pronóstico diario de niveles 

de agua del lago Titicaca. 

Implementar modelos de RNN-LSTM para el pronóstico mensual de 

niveles de agua del lago Titicaca.  
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CAPÍTULO II 

REVISIÓN DE LITERATURA 

2.1 ANTECEDENTES 

2.1.1 Nivel internacional 

En los últimos años, diversos estudios han desarrollado y aplicado 

algoritmos de aprendizaje automático, como el Multi-layer Perceptron Neural 

Networks (MLP-NN) y el Adaptive Neuro-Fuzzy Inference System (ANFIS) para 

el pronóstico de niveles horarios del rio Muda en Malaysia (Nur Adli Zakaria et 

al., 2021), en el estudio realizado por (Morovati et al. en 2021), se demostró que 

el modelo LSTM desarrollado mostraba la capacidad de proporcionar 

predicciones precisas para los niveles diarios del agua en el Lago Tonle Sap en 

China, en la predicción del nivel del agua en tiempo real de canales basada en 

Multilayer Perceptron (MLP) y Recurrent Neural Network (RNN) en China (Ren 

et al., 2020), también se empleó (RNN-LSTM) en la construcción del modelo de 

predicción de variaciones de los niveles de agua del lago Poyang en China (Guo 

& Lai, 2020). Por otro lado (Zhu et al., 2020) realizaron el pronóstico del nivel 

del agua en varios lagos templados mediante modelos Feed forward neural 

network (FFNN), Recurrent neural network (RNN) y Deep learning (DL) en 

Polonia. (Agudelo Otálora et al., 2018) realizaron una comparación de modelos 

físicos y de inteligencia artificial para predicción de niveles de inundación en 

Colombia, (Kostić et al., 2016) utilizaron redes neuronales artificiales (ANN) para 

la estimación del caudal de agua del río Lim en el suroeste de Serbia, (Veintimilla-

Reyes et al., 2016) utilizaron Artificial Neural Networks (ANN) para predecir el 
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caudal en el río Tomebamba en Ecuador. También, en Corea del Sur  (Seo et al., 

2015) utilizaron dos modelos híbridos, entre ellos, wavelet-based artificial neural 

network (WANN) y wavelet-based adaptive neuro-fuzzy inference system 

(WANFIS) para el pronóstico del nivel de agua en un embalse, (Chang et al., 

2014) en Taiwán utilizaron ANN para el pronóstico del nivel del agua para el 

control de inundaciones urbanas, los algoritmos utilizados son una red neuronal 

artificial estática (ANN) (red neuronal de retropropagación-BPNN) y dos ANN 

dinámicas (red neuronal Elman-Elman NN; red autorregresiva no lineal con 

entradas exógenas-red NARX), mientras que (Filippo et al., 2012) utilizaron una 

red neuronal artificial (ANN) para mejorar la predicción del nivel del mar. 

2.1.2 Nivel nacional 

En Perú, estas prácticas también fueron realizadas y en particular se 

utilizaron ANN para el modelado y pronóstico del Fenómeno El niño en Piura 

(Jiménez-Carrión et al., 2018), predicción de caudales medios mensuales en ríos 

de cuencas altoandinas: caso río Crisnejas (Vásquez-Ramírez & Vásquez-Paredes, 

2023), modelos de pronóstico de caudales mensuales en el río Shullcas en 

Huancayo (Reyes & Asís, 2020), predicción del nivel del río: estudio de caso del 

río La Leche (Cárdenas et al., 2021) y RNN para el pronóstico de caudales en el 

río Chira (Lama & Sánchez, 2020) 

2.1.3 Nivel regional/local 

En la región Puno, estas prácticas también fueron realizadas y en particular 

se utilizaron ANN para el pronóstico de caudales medios mensuales (Laqui, 2010) 

(Lujano et al., 2014), pronóstico de la evapotranspiración potencial (Laqui et al., 
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2019), KNN para el pronóstico de caudales diarios (Lujano et al., 2023) y por otro 

lado se utilizó el enfoque box-Jenkins para identificar el modelo univariante 

ARIMA multiplicativo (1, 1, 0) (0, 1, 1) que permitie describir y pronosticar el 

comportamiento de las variaciones de niveles mensuales del lago Titicaca 

(Vargas, 2019). Sobre el desarrollo de modelos de RNN-LSTM para el pronóstico 

de niveles de agua del lago Titicaca, aun no se ha informado, lo que refuerza la 

importancia de realizar estudios enfocados al pronóstico preciso de los niveles de 

agua.  

2.2 MARCO TEORICO 

2.2.1 Inteligencia artificial 

La inteligencia artificial (IA) es un concepto introducido en la década de 

1940 y, en general, la IA se puede identificar como la ciencia del desarrollo de 

máquinas inteligentes o programas informáticos para imitar la inteligencia 

humana (Baduge et al., 2022). La IA es un método que se refiere a un sistema o 

una máquina que imita la inteligencia humana para realizar funciones en el mundo 

real.  

La IA permite entrenar el sistema a partir de los datos y pensar y aprender 

de la experiencia para resolver problemas particulares (Saranya & Subhashini, 

2023). La IA se ha convertido en un área importante para abordar la mayoría de 

problemas de sostenibilidad ambiental, como la biodiversidad, la energía, el 

transporte y la gestión del agua. Las aplicaciones de IA y los modelos de 

aprendizaje automático se utilizan cada vez más para predecir y optimizar la 

conservación de los recursos hídricos (Nti et al., 2022). 
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2.2.2 Aprendizaje automático 

El aprendizaje automático (ML) es una técnica que permite que una 

computadora identifique patrones, haga predicciones más precisas y se 

perfeccione a sí misma a través de la experiencia sin estar programada con 

precisión para hacerlo. El aprendizaje automático se utiliza para crear una 

aplicación impulsada por IA. Este proceso se realiza utilizando las Metodologías 

ML (Saranya & Subhashini, 2023). 

El aprendizaje automático se puede aplicar para soportar las limitaciones 

de los sistemas físicos en los que una gran cantidad de datos opera bajo relaciones 

complejas (Yaseen et al., 2015). En particular, la aplicabilidad del aprendizaje 

automático para predecir el proceso de elementos hidrológicos continuos y no 

lineales es muy alta (Choi et al., 2020).  El aprendizaje automático puede ser una 

alternativa muy efectiva para áreas donde el sistema de observación es deficiente 

o donde el análisis físico no es posible debido a la baja densidad de la red de 

observación (Choi et al., 2020).  

Existen cinco técnicas principales de aprendizaje automático que son: 

aprendizaje supervisado, aprendizaje no supervisado, aprendizaje 

semisupervisado, aprendizaje por refuerzo y finalmente aprendizaje profundo 

(Nassif et al., 2019). La Figura 1 muestra los diferentes tipos y algoritmos de 

aprendizaje automático. 

 

 

 



23 

Figura 1  

Diferentes tipos y algoritmos de aprendizaje automático. 

 

Nota: Imagen obtenida de Nassif et al. (2019) 

2.2.3 Aprendizaje profundo 

El aprendizaje profundo (DL) trata con algoritmos influenciados por la 

estructura y función del cerebro humano. DL utiliza redes neuronales artificiales 

para crear un modelo inteligente y resolver problemas críticos. DL utiliza datos 

estructurados y no estructurados para entrenar un modelo (Saranya & Subhashini, 

2023). Los modelos de aprendizaje profundo se dividen en tres módulos llamados 

preprocesamiento de datos, extracción y reconocimiento de características y 

optimización del modelo 

Según la Figura 2, el aprendizaje profundo (DL) es una parte del ML, así 

como una parte del área amplia de la inteligencia artificial (Sarker, 2021). 
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Figura 2 

Ilustración de la posición del aprendizaje profundo (DL), en comparación con el 

aprendizaje automático (ML) y la inteligencia artificial (IA) 

 

Nota: Imagen obtenida de Sarker (2021) 

DL también representa métodos de aprendizaje a partir de datos donde el 

cálculo se realiza a través de procesamiento y redes neuronales multicapa. El 

término "profundo" en la metodología de aprendizaje profundo se refiere al 

concepto de múltiples niveles o etapas a través de las cuales se procesan los datos 

para construir un modelo basado en datos (Sarker, 2021). 

Sarker (2021) dividió las técnicas de aprendizaje profundo en tres 

categorías principales: (i) redes profundas para el aprendizaje supervisado o 

discriminativo; (ii) redes profundas para el aprendizaje generativo o no 

supervisado; y (ii) redes profundas para el aprendizaje híbrido que combinan 

ambas y otras relevantes, como se muestra en la Figura 3.  
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Figura 3  

Taxonomía de técnicas de DL, divididas en tres categorías principales (i) redes 

profundas para aprendizaje supervisado o discriminativo, (ii) redes profundas 

para aprendizaje no supervisado o generativo, y (ii) redes profundas para 

aprendizaje híbrido y otras relevantes. 

 

Nota: Imagen obtenida de Sarker (2021) 

 

El aprendizaje supervisado incluye principalmente las redes neuronales 

recurrentes (RNN), junto con sus variantes (Figura 3). A continuación, se define 

brevemente la técnica RNN y LSTM. 

2.2.4 Redes neuronales recurrentes (RNN) 

La red neuronal recurrente se desarrolló por primera vez en la década de 

1980 (Rumelhart et al., 1986; Werbos, 1988; Elman, 1990). Su estructura consta 

de una capa de entrada, una o más capas ocultas y una capa de salida. Los RNN 

tienen estructuras en forma de cadena de módulos repetitivos con la idea de usar 
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estos módulos como memoria para almacenar información importante de pasos de 

procesamiento anteriores. A diferencia de las redes neuronales feedforward, las 

RNN incluyen un circuito de retroalimentación que permite que la red neuronal 

acepte una secuencia de entradas. Esto significa que la salida del paso t−1 se 

retroalimenta a la red para influir en el resultado del paso t y para cada paso 

subsiguiente. Por lo tanto, los RNN han tenido éxito en el aprendizaje de 

secuencias (Le et al., 2019). La Figura 4, muestra el procesamiento secuencial en 

RNN. 

Figura 4  

Procesamiento secuencial en una Red Neuronal Recurrente (RNN) 

 

 Nota: Imagen obtenida de Olah (2015); Le et al. (2019) 

 

La previsión de series temporales hidrológicas se basa en los valores 

previos de la serie en función del número de componentes de persistencia 

(memoria). Las redes neuronales recurrentes (RNN) brindan esta función a través 

de varios bucles de retroalimentación. Un RNN generalizado puede enviar 

entradas en cualquier dirección desde y hacia todas las capas. Por lo tanto, la salida 

de la red no solo depende de las entradas externas que recibe, sino también del 

estado de la red en el paso de tiempo anterior (Nagesh Kumar et al., 2004). RNN 

es una estructura de red neuronal especial propuesta según el punto de vista de 

que la cognición humana se basa en la experiencia y la memoria pasadas. RNN no 

https://www.mdpi.com/2073-4441/11/7/1387#fig_body_display_water-11-01387-f003
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solo tiene en cuenta la entrada del momento anterior, sino que también le da a la 

red una función de memoria del contenido anterior (Ren et al., 2020). 

2.2.5 Redes Long-Short Term Memory (LSTM) 

Las redes de memoria a corto plazo (LSTM) es un modelo de aprendizaje 

automático que fue propuesto por Hochreiter & Schmidhuber (1997), para 

resolver la complejidad del almacenamiento de información en el proceso de 

retropropagación de secuencia larga. Debido al excelente desempeño en tareas de 

secuencia larga, LSTM se ha aplicado ampliamente en varios campos desde su 

inicio, especialmente en series de tiempo (Man et al., 2022).  

Figura 5  

Estructura de la red neuronal Long Short-Term Memory (LSTM) (Yan, 2015) y 

adaptado por (Le et al., 2019). 

 

Nota: Imagen obtenida de Le et al. (2019) 

https://www.sciencedirect.com/topics/engineering/backpropagation
https://www.sciencedirect.com/topics/engineering/backpropagation
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Los LSTM son un tipo especial de RNN, capaces de aprender 

dependencias a largo plazo y recordar información durante períodos prolongados 

de forma predeterminada (Le et al., 2019). Según Olah (2015), el modelo LSTM 

está organizado en forma de estructura de cadena. Sin embargo, el módulo de 

repetición tiene una estructura diferente. En lugar de una única red neuronal como 

una RNN estándar, tiene cuatro capas que interactúan con un método único de 

comunicación. En la Figura 5 se muestra la estructura de la red neuronal LSTM. 

La red LSTM se desarrolla a partir de la red neuronal recurrente (RNN). 

LSTM supera la debilidad de la RNN tradicional en el aprendizaje de 

dependencias a largo plazo (Fan et al., 2020). A comparación de la RNN, LSTM 

agrega un mecanismo de olvido que también puede resolver el problema de 

explosión de gradiente (Man et al., 2022).  

Para Chen et al. (2021), LSTM es una red neuronal recurrente especial, 

que puede resolver eficazmente el problema de desaparición del gradiente de la 

red neuronal recurrente general (RNN). La teoría en la que se basa se refiere a la 

forma en que el cerebro humano recuerda las cosas y hace inferencias basadas en 

la memoria, y reemplaza la memoria cerebral con el núcleo recurrente para 

realizar la extracción de información de series temporales. Según Le et al. (2019), 

los LSTM están diseñados para evitar el problema de la dependencia a largo plazo 

porque utilizan puertas para controlar el proceso de memorización. 

El LSTM ha sido estudiado para resolver problemas en hidrología y 

meteorología obteniendo resultados positivos (Lingling et al., 2020). Una celda 

LSTM tiene las siguientes puertas: 

https://www.mdpi.com/2073-4441/11/7/1387#fig_body_display_water-11-01387-f004
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a) Puerta de olvido: es la puerta que decide qué información se va a olvidar del 

estado oculto anterior e información de la entrada actual 

b) Puerta de entrada: decide qué información se utiliza para actualizar el estado 

de la celda. 

c) Puerta de salida: es la puerta que controla la información del estado de la celda 

que será entregada al nuevo estado oculto. 

En la estructura de la red LSTM (Figura 5) el subíndice 𝑡 es el tiempo, 𝑥 

es la entrada, ℎ es el estado oculto, 𝐶 el estado celular, �̂� es la salida de la parte 

reservada de la capa de bucle original, 𝑖, 𝑜 y 𝑓 son las puertas de entrada, salida y 

olvido respectivamente. 𝜎 es la función de activación, como sigmoide y unidad 

lineal rectificada (ReLU). LSTM tiene dos procesos 1) propagación hacia adelante 

y 2) propagación hacia atrás en la que este último utiliza el algoritmo de retro 

propagación para actualizar los parámetros y optimizar el modelo. 

El proceso de propagación hacia delante de la red LSTM 𝑖𝑡, 𝑜𝑡 y 𝑓
𝑡
 se 

expresa mediante: 

𝑖𝑡 = 𝜎(𝑊𝑖[ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑖) (1) 

 

𝑜𝑡 = 𝜎(𝑊𝑜[ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑜) (2) 

 

𝑓
𝑡

= 𝜎(𝑊𝑓[ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑓) 

 
(3) 

La información de la celda 𝐶𝑡 y la información oculta ℎ𝑡 se actualizan 

mediante: 
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�̂�𝑡 = tan ℎ (𝑊𝐶[ℎ𝑡−1, 𝑥𝑡] + 𝑏𝐶) (4) 

 

𝐶𝑡 = 𝑓
𝑡

× 𝐶𝑡−1 + 𝑖𝑡 + �̂�𝑡 (5) 

 

ℎ𝑡 = 𝑜𝑡 × tan ℎ (𝐶
𝑡
) (6) 

 

donde 𝑊 es la matriz de pesos y 𝑏 es el sesgo que se actualizan y optimizan 

durante el proceso. 

Dado que resuelve los problemas de entrenamiento de una red recurrente, 

la red LSTM se considera una de las RNN más exitosas (Sarker, 2021). 
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CAPÍTULO III 

MATERIALES Y MÉTODOS 

3.1 ÁREA DE ESTUDIO 

El LT (Figura 6), se encuentra dentro de la región hidrográfica del Titicaca. Tiene 

un régimen permanente, y está ubicado entre los países de Perú y Bolivia. Los registros 

de NALT, se registran en la estación hidrométrica muelle ENAFER ubicado en las 

coordenadas WGS 84 15°50'16.8'' en latitud sur, 70°1'24.8'' en longitud oeste a una altitud 

de 3808 msnm. En la estación, el nivel de agua máximo promedio mensual se registró en 

abril de 1986, alcanzando los 3812.55 metros sobre el nivel del mar (m.s.n.m.), mientras 

que el mínimo, con 3806.24 m.s.n.m., se registró en diciembre de 1943, con un promedio 

general de 3809.43 m.s.n.m. (Tabla 1). Por otro lado, la superficie promedio del lago 

Titicaca se estima en 8,372 km2; sin embargo, la imagen de satélite Landsat 5 Thematic 

Mapper (TM) del 18 de mayo de 1986 revela un área de inundación que abarca un total 

de 9336.57 km2 (Figura 6). El sistema de drenaje que fluye al LT se distribuye en forma 

dendrítica y los principales aportantes de agua de mayor a menor son los ríos Ramis, 

Ilave, Coata, Huancané, Suches, Illpa, Zapatilla y Salado. Aunque existen otros 

aportantes menores, la superficie total de la cuenca del lago Titicaca (CLT) es de 

49,171.54 km2 aproximadamente.  

Los mayores acumulados de precipitaciones y aportes de caudales de los ríos se 

dan en los meses de diciembre a marzo, con temperaturas más bajas concentradas en los 

meses de junio y julio. 
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3.2 TIPO Y NIVEL DE LA INVESTIGACIÓN 

La investigación es de tipo analítico, longitudinal y retrospectivo. Es analítico por 

que busca la asociación entre variables, es longitudinal y retrospectivo, por que registra 

los datos ocurridos en el pasado (Rojas, 2021). Dado que se busca comprobar la hipótesis 

previamente establecida, así como los objetivos trazados, el presente trabajo fue 

elaborado bajo el planteamiento metodológico del enfoque cuantitativo. 

Figura 6  

Distribución espacial del LT y ubicación de la estación hidrométrica muelle ENAFER 

 

Nota: Imagen obtenida de satélite Landsat 5 Thematic Mapper (TM) 
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3.3 TÉCNICA E INSTRUMENTOS 

3.3.1 Adquisición de datos 

Se utilizaron datos del nivel de agua diario del LT. El nivel de agua, se 

mide en la estación muelle ENAFER durante todos los días a las seis de la mañana 

por el Servicio Nacional de Meteorología e Hidrología (SENAMHI) Perú. Los 

datos diarios de niveles de agua, estuvieron disponibles desde 01 de setiembre de 

1982 hasta el 31 de diciembre de 2016 (35 años) (Figura 7a), mientras que los 

datos mensuales de niveles de agua estuvieron disponibles desde enero de 1915 

(102 años) (Figura 7b). Para obtener datos mensuales para el periodo 1982-2016, 

los datos de niveles diarios se promediaron. En la Figura 7 se presenta la serie 

temporal diaria y mensual de los datos de NALT. 

Tabla 1  

Principales características hidrológicas del LT 

Estadísticas 

descriptivas 
NALT diario  NALT mensual  

Mínimo (m.s.n.m.) - 
3806.24 (diciembre 

1943) 

Máximo (m.s.n.m.) 3812.58 (17-22 abril 1986) 3812.55 (abril 1986) 

Promedio (m.s.n.m.) 3809.44 3809.43 

Rango (m) - 6.31 

Percentil 33 (m.s.n.m.) 3809.21 3809.04 

Percentil 66 (m.s.n.m.) 3809.98 3809.90 

Elaboración propia 
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Figura 7  

Hidrograma de NALT – Estación muelle ENAFER a) diario y b) mensual. 

 

Elaboración propia 

 

3.4 PROCEDIMIENTO METODOLÓGICO 

3.4.1 Selección de las características importantes que influyen en los 

niveles de agua del lago Titicaca. 

Se llevó a cabo un análisis exploratorio de datos (AED) tanto en la 

frecuencia diaria como mensual de los niveles de agua del lago Titicaca (NALT). 
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Este proceso involucró una variedad de métodos gráficos, incluyendo 

histogramas, gráficos cuantil-cuantil y diagramas de cajas, junto con análisis 

estadísticos descriptivos (método no gráfico), enfocados en identificar valores 

atípicos, tendencias y resultados inesperados. Los datos diarios que faltaban en la 

serie fueron de 0.24 % y se rellenaron mediante una interpolación lineal 

unidimensional. 

A continuación, se realizó un análisis de normalidad para ambos conjuntos 

de datos, diarios y mensuales de NALT. Este análisis incluyó la evaluación 

mediante histogramas de frecuencia, gráficos cuantil-cuantil y diagramas de cajas, 

así como el cálculo de la asimetría. Además, se aplicó la prueba de normalidad de 

Anderson-Darling (AD). En el contexto de la prueba de normalidad de AD, la 

hipótesis nula (H0) establece que los datos siguen una distribución normal, 

mientras que la hipótesis alternativa (H1) establece que los datos no siguen una 

distribución normal. La estadística AD se comparó con un valor crítico 

correspondiente a un nivel de significancia (NS) del 5% (NS = 0.05). Si la 

estadística AD resultaba mayor que el valor crítico, se rechazaba la hipótesis nula 

en favor de la H1, indicando que los datos no se ajustan a una distribución normal. 

Luego, se procedió con un análisis de correlación utilizando el coeficiente 

de Spearman. Este coeficiente se eligió por su capacidad de lidiar con datos 

continuos que no cumplen con la suposición de normalidad. No asume relaciones 

lineales y demuestra robustez frente a la falta de normalidad en los datos. Además, 

se construyó una matriz de correlación que visualizaba las relaciones entre 

diversas ventanas de tiempo, proporcionando una representación clara de las 

conexiones temporales en los NALT. 
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3.4.2 Pronóstico diario de niveles de agua del Lago Titicaca basada en el 

modelo RNN-LSTM  

3.4.2.1 Preprocesamiento de datos 

Se identificaron datos faltantes de NALT desde el 1 al 31 de agosto 

de 2006, los mismos que fueron rellenados mediante una interpolación 

lineal unidimensional. Al reducir la cantidad de datos faltantes, se puede 

mejorar la precisión y la calidad de los resultados del modelado. Luego, 

para el entrenamiento del modelo RNN-LSTM, los datos de NALT se 

normalizaron entre 0 y 1 usando la ecuación: 

𝑋𝑛𝑜𝑟𝑚 =
𝑋 − 𝑋𝑚𝑖𝑛

𝑋𝑚𝑎𝑥 − 𝑋𝑚𝑖𝑛

 (7) 

donde 𝑋 es el NALT, 𝑋𝑚𝑖𝑛 y 𝑋𝑚𝑎𝑥 son los niveles de agua mínimo y 

máximo, respectivamente. 

3.4.2.2 Dividir el conjunto de datos de entrenamiento y prueba  

El total de datos de NALT diario fue de 12541. Los datos se 

separaron en un 80% (10032) para la fase de entrenamiento (1981-09-01 a 

2010-02-17) y 20% (2509) para la fase de prueba (2010-02-18 a 2016-12-

31). 

3.4.2.3 Definición de los hiperparámetros 

Look_back (considerar el pasado) En esta función, look_back 

indica cuántos registros anteriores se usarán para predecir el registro 

siguiente (OpenAI, 2023). En el contexto de una red neuronal LSTM, el 
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parámetro "look_back" se refiere a la ventana de tiempo o al número de 

pasos de tiempo anteriores que se utilizan para predecir el siguiente valor 

en una serie temporal. Si "look_back" es demasiado pequeño, es posible 

que la red neuronal no capture suficientes patrones en la serie temporal y 

produzca predicciones inexactas. Por otro lado, si "look_back" es 

demasiado grande, es posible que el modelo se sobreajuste a los datos de 

entrenamiento y no pueda generalizar bien a nuevos datos. 

Para el entrenamiento del modelo RNN-LSTM se utilizaron 

ventanas de tiempo variables que van desde un día hasta 365 días, es decir, 

1, 5, 10, 20, 30, 40, 50, 75, 100, 150, 250, 365 días. Estas ventanas de 

tiempo, cubren una amplia gama de escalas temporales, desde patrones 

diarios hasta patrones anual y permiten evaluar cómo el modelo maneja 

diferentes patrones y fluctuaciones en los datos. Para datos mensuales se 

utilizaron ventanas de tiempo que van desde un mes hasta 12 meses, es 

decir, 1, 2, 3, 4, 5, 6, 8, 10, 12, 18, 24 y 48 meses. Estas ventanas de tiempo 

cubren diferentes escalas temporales, desde patrones mensuales hasta 

patrones anuales. 

Se consideró 25 neuronas para todas las configuraciones de la red, 

una tasa de abandono (Dropout) 0.1 (mientras más elevado el RMSE se 

incrementa). El tamaño de épocas fue variable, para esto se consideró una 

parada automática tomando en cuenta las épocas y las pérdidas en el 

entrenamiento y prueba, con un límite máximo de 1000 épocas, un 

optimizador Adam y una función de perdida de error cuadrático medio 

(MSE). 
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3.4.3 Pronóstico mensual de niveles de agua del Lago Titicaca basada en el 

modelo RNN-LSTM 

Aquí se utilizaron registros de niveles medios mensuales del LT. 

Específicamente durante 1915 y 2016. Antes de separar los datos de 

entrenamiento y prueba, los datos de NALT se normalizaron mediante la ecuación 

1. En consecuencia, para el entrenamiento del modelo RNN-LSTM se utilizaron 

ventanas variables que van desde 1 hasta 48 meses y el resto de la configuración 

fue similar de pronóstico diario.  

Figura 8  

Diagrama de flujo del proceso de desarrollo de modelos RNN-LSTM para el 

pronóstico de NALT 

 

Elaboración propia 

 

La Figura 8 muestra el esquema general para realizar el pronóstico de 

NALT diario y mensual mediante el uso de RNN-LSTM. 
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3.4.4 Métricas de bondad de ajuste 

Para verificar la efectividad del modelo RNN-LSTM se seleccionaron 

cuatro métricas de bondad de ajuste, raíz del error cuadrático medio (RMSE), 

eficiencia de Nash-Sutcliffe (NSE), eficiencia de Kling-Gupta (KGE) y el sesgo 

porcentual (PBIAS), métricas estadísticas comúnmente utilizadas en estudios 

relacionados a los recursos hídricos. Para este proceso, se utilizó Google Colab y 

el paquete hydrostats. Hydrostats es un paquete disponible para Python y contiene 

más de 60 métricas para caracterizar los errores entre series de tiempo simuladas 

y observadas (Roberts et al., 2018). 

3.4.4.1 Raíz del error medio cuadrático (RMSE) 

RMSE mide la precisión de la predicción que crea un valor positivo 

elevando al cuadrado los errores. Las puntuaciones de RMSE oscilan entre 

(0, Inf) y la predicción del modelo es ideal si RMSE es 0 (Zhang et al., 

2018). RMSE se define de la siguiente manera:  

𝑅𝑀𝑆𝐸 =  √
1

𝑛
∑(𝑆𝑖 − 𝑂𝑖)2

𝑛

𝑖=0

 (8) 

 

donde, 𝑂𝑖 es el valor observado, 𝑆𝑖 es el valor simulado y 𝑛 es el 

número de observaciones. 

3.4.4.2 Eficiencia de Nash-Sutcliffe (NSE) 

Legates & McCabe (1999) sugieren utilizar el coeficiente NSE para 

evaluar la bondad del ajuste. NSE va desde menos infinito hasta 1.0, donde 
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los valores más altos indican una mejor relación (Nash & Sutcliffe, 1970). 

Los valores de NSE entre 0 y 1 indican que los valores de simulación son 

generalmente aceptables, mientras que los valores negativos de NSE 

indican que el rendimiento del valor de simulación es muy pobre (Moriasi 

et al., 2007).  NSE es expresado por la siguiente ecuación: 

𝑁𝑆𝐸 = 1 −
∑ (𝑆𝑖 − 𝑂𝑖)

2𝑛
𝑖=1

∑ (𝑆𝑖 − �̅�)2𝑛
𝑖=1

 (9) 

 

donde, 𝑂𝑖 es el valor observado, 𝑆𝑖 es el valor simulado, �̅� es la 

media de los valores observados y 𝑛 es el número de observaciones. 

Moriasi et al. (2007) clasificaron el rendimiento de un modelo 

como muy bueno si NSE > 0.75, bueno si 0.65 < NSE ≤ 0.75, satisfactorio 

si 0.50 < NSE ≤ 0.65 y malo si NSE ≤ 0.50. 

3.4.4.3 Eficiencia de Kling-Gupta (KGE’) 

KGE' (Kling et al., 2012) es una versión modificada de KGE 

(Gupta et al., 2009) propuesta para evitar correlación cruzada entre las 

relaciones sesgo y variabilidad, el rango puede variar entre -inf < KGE' < 

1, valores cercanos a la unidad no indican sesgo. Está dado por la siguiente 

expresión: 

𝐾𝐺𝐸′ = √(𝑟 − 1)2 + (𝛽 − 1)2 + (𝛾 − 1)2 
 

𝛽 =
𝜇𝑆

𝜇𝑂
;  𝛾 =

𝐶𝑉𝑆

𝐶𝑉𝑂
=

𝜎𝑆
𝜇𝑆

⁄
𝜎𝑂

𝜇𝑂
⁄

 

(10) 
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donde, 𝜎 es la desviación estándar en m3/s; 𝑟 es el coeficiente de 

correlación entre el valor simulado y observado (adimensional); 𝛽 es la 

razón de sesgo (adimensional); 𝛾 es la razón de variabilidad 

(adimensional); 𝜇 es el valor medio en m; 𝐶𝑉 es el coeficiente de variación 

(adimensional) y los subíndices 𝑠 y 𝑜 representan valores observados y 

simulados respectivamente. 

3.4.4.4 Sesgo porcentual (PBIAS) 

PBIAS indica la tendencia promedio de los datos simulados 

basados en datos observados más grandes o más pequeños, siendo el mejor 

valor 0, los valores negativos indican una subestimación y los valores 

positivos una sobreestimación (Vu et al. (2018). El sesgo porcentual BIAS 

es expresado por la siguiente expresión: 

𝑃𝐵𝐼𝐴𝑆 =
∑ (𝑆𝑖 − 𝑂𝑖)

𝑁
𝑖=1

∑ 𝑂𝑖
𝑁
𝑖=1

𝑥100 (11) 

 

donde, 𝑂𝑖 es el valor observado, 𝑆𝑖 es el promedio de los valores 

simulados,  𝑆𝑖 es el valor calculado, 𝑆 es el promedio de los valores 

simulados y 𝑁 es el número de observaciones. 

Según los criterios de Moriasi et al. (2007), el desempeño 

estadístico de los modelos puede considerarse 'muy bueno' cuando PBIAS 

< ±5, 'bueno' cuando ±5 ≤ PBIAS < ±10, 'satisfactorio' cuando ±10 ≤ 

PBIAS < ±25 y 'no satisfactorio' cuando PBIAS ≥ ±25. 
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CAPÍTULO IV 

RESULTADOS Y DISCUSIÓN 

4.1 CARACTERÍSTICAS IMPORTANTES QUE INFLUYEN EN LOS 

NIVELES DE AGUA DEL LAGO TITICACA 

4.1.1 Análisis de normalidad 

En el estudio realizado, se llevaron a cabo análisis de normalidad para 

evaluar la distribución de los datos diarios y mensuales de los NALT. En el 

análisis de normalidad de los datos diarios de NALT (Figura 9a-c), se observa una 

ligera asimetría positiva (0.62) en el histograma (Figura 9a) y una desviación de 

la línea diagonal en el gráfico cuantil-cuantil (Figura 9b), además, la estadística 

de Anderson-Darling de 88.39 supera significativamente el valor crítico de 0.79 

para un nivel de significancia del 5%, lo que respalda la conclusión de que los 

datos no son normalmente distribuidos. Además, el diagrama de cajas (Figura 9c) 

muestra variabilidad en la distribución. Para los datos mensuales (Figura 9d-f), se 

detecta una ligera asimetría negativa (-0.50) en el histograma (Figura 9d) y una 

desviación en el gráfico cuantil-cuantil (Figura 9e). La estadística de Anderson-

Darling de 7.06 supera el valor crítico de 0.78 para un nivel de significancia del 

5%, indicando nuevamente una falta de normalidad. El diagrama de cajas (Figura 

9f) revela una variabilidad considerable. 

Los resultados de los análisis indican que tanto los datos diarios como los 

mensuales de los NALT no siguen una distribución normal. Esto se evidencia por 

la falta de simetría en los histogramas, las desviaciones en los gráficos cuantil-
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cuantil y los valores significativamente altos de la estadística de AD en 

comparación con los valores críticos. 

Figura 8  

Análisis de normalidad para datos diarios (a-c) y mensuales (d-f) de NALT 

 

 

Elaboración propia 

 

4.1.2 Análisis de correlación 

Dado que los datos diarios y mensuales de NALT no se ajustan a una 

distribución normal, se realizó un análisis de correlación utilizando el coeficiente 

de Spearman. El coeficiente de correlación de Spearman es una opción sólida 

cuando los datos son continuos, pero no siguen una distribución normal, mide la 

correlación entre dos variables sin asumir una relación lineal y es robusto frente a 

la falta de normalidad. Los resultados de este análisis se presentan en forma de 

una matriz de correlación, que ilustra las relaciones de correlación entre diversas 
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ventanas de tiempo (Figura 10 y 11). A medida que aumenta el tamaño de la 

ventana de tiempo, la correlación disminuye gradualmente. Esto indica que las 

variables están relacionadas, pero la fuerza de la relación disminuye a medida que 

se consideran intervalos de tiempo más largos. Por ejemplo, la correlación de 

0.9999 (Figura 10) y 0.9823 (Figura 11) para la ventana de tiempo 1 sugiere una 

relación muy fuerte y casi perfectamente monotónica entre las variables 

consideradas en ese intervalo específico. Aunque la correlación disminuye con 

ventanas de tiempo más grandes, los valores siguen siendo altos en general. Para 

datos diarios hasta la ventana de tiempo 50, la correlación sigue siendo mayor que 

0.95, lo que indica una relación muy fuerte. Esto implica que incluso con ventanas 

de tiempo más grandes, aún existe una fuerte relación monotónica entre las 

variables. Sin embargo, a medida que la ventana de tiempo aumenta más allá de 

50, la correlación disminuye más rápidamente. Para datos mensuales hasta la 

ventana de tiempo 6, la correlación sigue siendo mayor que 0.8, lo que indica una 

relación fuerte. Esto implica que incluso con ventanas de tiempo mensuales más 

grandes, aún existe una relación bastante fuerte. Sin embargo, a medida que la 

ventana de tiempo aumenta más allá de 6, la correlación disminuye más 

rápidamente. 
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Figura 9  

Matriz de correlación de Spearman entre diferentes ventanas de tiempo de 

niveles diarios de agua del LT. 

 

Elaboración propia 

 

Figura 10  

Matriz de correlación de Spearman entre diferentes ventanas de tiempo de 

niveles mensuales de agua del LT. 

 

Elaboración propia 
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4.2 PRONÓSTICO DIARIO DE NIVELES DE AGUA DEL LAGO 

TITICACA BASADA EN EL MODELO RNN-LSTM 

4.2.1 Efecto del tamaño de la ventana 

Se analizaron los efectos del tamaño de la ventana en el rendimiento de la 

RNN-LSTM. Aquí lo resultados se presentan para los tamaños de ventanas: 1, 5, 

10, 20, 30, 40, 50, 75, 100, 150, 250, 365 días (Tabla 2). En general, los valores 

de RMSE son bastante bajos, lo que sugiere que el modelo RNN-LSTM es capaz 

de proporcionar predicciones precisas para los NALT. Sin embargo, se puede 

observar que los valores de RMSE aumentan a medida que se incrementa la 

ventana de tiempo, lo que sugiere que el modelo podría tener dificultades para 

predecir los niveles de agua a largo plazo. Esto es algo esperable, ya que, si se 

utilizan más datos de entrada para entrenar el modelo, aumenta la complejidad del 

mismo y es posible que se sobreajuste a los datos de entrenamiento, lo que puede 

llevar a una peor capacidad de generalización.  

De igual forma los valores de NSE son altos para todas las ventanas de 

tiempo, indicando que el modelo RNN-LSTM tiene un buen desempeño para 

reproducir la variabilidad observada en los datos. Se puede observar que a 

diferencia de RMSE, los valores de NSE disminuyen a medida que se incrementa 

la ventana de tiempo. También se puede encontrar que el RMSE más bajo como 

el NSE más alto se obtienen con un tamaño de ventana de 1 día, lo que indica que 

un tamaño de ventana de 1 día puede ser la mejor opción para realizar el pronóstico 

de NALT en términos de precisión y también de eficiencia computacional. Sin 

embargo, para cualquiera de los casos, los valores de RMSE y NSE indican que 

el modelo RNN-LSTM es un enfoque prometedor para la predicción de NALT. 
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En términos de épocas de entrenamiento, se puede observar que no hay una clara 

tendencia que indique que un mayor número de épocas mejore significativamente 

el rendimiento del modelo. En algunos casos, incluso una menor cantidad de 

épocas puede llevar a resultados igualmente buenos. 

Tabla 2  

Desempeño de la RNN-LSTM con diferentes ventanas de tiempo para el 

pronóstico de NALT diario 

Ventana 

de 

tiempo 

Épocas 

Entrenamiento Prueba 

RMSE 

(m) 
NSE KGE 

PBIAS 

(%) 

RMSE 

(m) 
NSE KGE 

PBIAS 

(%) 

1 64 0.0103 0.9999 0.9955 -0.0001 0.0080 0.9996 0.9943 0.0000 

5 47 0.0322 0.9988 0.9909 0.0005 0.0232 0.9968 0.9976 0.0001 

10 80 0.0161 0.9997 0.9942 -0.0002 0.0131 0.9990 0.9948 0.0000 

20 69 0.0227 0.9994 0.9961 0.0003 0.0174 0.9982 0.9953 0.0001 

30 67 0.0282 0.9991 0.9874 -0.0004 0.0223 0.9971 0.9841 -0.0001 

40 54 0.0231 0.9994 0.9847 0.0000 0.0171 0.9983 0.9937 0.0000 

50 53 0.0194 0.9996 0.9912 0.0001 0.0154 0.9986 0.9921 0.0000 

75 58 0.0243 0.9993 0.9981 0.0003 0.0201 0.9977 0.9991 0.0001 

100 62 0.0460 0.9976 0.9778 -0.0007 0.0330 0.9938 0.9807 -0.0001 

150 61 0.0411 0.9981 0.9716 -0.0005 0.0233 0.9970 0.9712 -0.0001 

250 42 0.0795 0.9931 0.9674 -0.0014 0.0598 0.9795 0.9813 -0.0003 

365 28 0.0552 0.9967 0.9979 0.0008 0.0395 0.9895 0.9970 0.0001 

Elaboración propia 

 

De igual forma los valores de NSE son altos para todas las ventanas de 

tiempo, indicando que el modelo RNN-LSTM tiene un buen desempeño para 

reproducir la variabilidad observada en los datos. Se puede observar que a 

diferencia de RMSE, los valores de NSE disminuyen a medida que se incrementa 

la ventana de tiempo. También se puede encontrar que el RMSE más bajo como 

el NSE más alto se obtienen con un tamaño de ventana de 1 día, lo que indica que 
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un tamaño de ventana de 1 día puede ser la mejor opción para realizar el pronóstico 

de NALT en términos de precisión y también de eficiencia computacional. Sin 

embargo, para cualquiera de los casos, los valores de RMSE y NSE indican que 

el modelo RNN-LSTM es un enfoque prometedor para la predicción de NALT. 

En términos de épocas de entrenamiento, se puede observar que no hay una clara 

tendencia que indique que un mayor número de épocas mejore significativamente 

el rendimiento del modelo. En algunos casos, incluso una menor cantidad de 

épocas puede llevar a resultados igualmente buenos. 

Los resultados de las métricas de desempeño para el rendimiento general 

de modelo RNN-LSTM para el período de entrenamiento (calibración) y prueba 

(validación) indican que se desempeñaron muy bien durante el período de 

entrenamiento, con una RMSE y NSE promedio de 0.0332 m y 0.9984, con una 

ligera diferencia en el periodo de prueba con una RMSE y NSE promedio de 

0.0243 y 0.9954. La red RNN-LSTM funciona bastante bien en la predicción de 

los niveles de agua del lago Titicaca, ya que se obtienen valores muy altos de NSE 

y KGE, lo que indica que los valores predichos por el modelo son muy similares 

a los valores reales observados.  

En la Figura 12 se presenta una comparación de la serie temporal de los 

valores de NALT observados y los valores simulados por RNN-LSTM durante el 

periodo de entrenamiento y prueba. Como se puede observar, RNN-LSTM puede 

capturar bien el patrón temporal en ambos periodos. Si bien la mayoría de NALT 

altos y bajos fueron capturados por la RNN-LSTM, esto se ve afectado cuando la 

ventana de tiempo se incrementa y esto también se nota el modelo subestima para 

niveles altos y sobrestima para niveles bajos. Los valores de PBIAS son cercanos 
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a 0 % para todas las ventanas de tiempo, lo que sugiere que el modelo RNN-LSTM 

no tiene un sesgo significativo en la reproducción de los valores observados. Estos 

resultados respaldan la utilidad del modelo RNN-LSTM como una herramienta de 

predicción de niveles de agua en el Lago Titicaca. 

Figura 11  

Hidrograma de niveles de agua observado y pronosticado basada en el modelo 

RNN-LSTM con paso de tiempo de 1, 5, 10, 20, 30, 40, 50, 75, 100, 150, 250 y 

365 días. 

 

Elaboración propia 
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Figura 12  

Diagrama de dispersión entre niveles de agua pronosticado por la RNN-LSTM 

con ventanas de tiempo 1, 5, 10, 20, 30, 40, 50, 75, 100, 150, 250 y 365 días y 

valores observados. Izquierda (entrenamiento) y derecha (prueba). 
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Elaboración propia 
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4.3 PRONÓSTICO MENSUAL DE NIVELES DE AGUA DEL LAGO 

TITICACA BASADA EN EL MODELO RNN-LSTM 

Se analizaron los efectos del tamaño de la ventana en el rendimiento de la RNN-

LSTM. Aquí lo resultados se presentan para los tamaños de ventanas: 1, 2, 3, 4, 5, 6, 8, 

10, 12, 18, 24 y 48 meses (Tabla 3). El tamaño de la ventana de tiempo utilizada para el 

pronóstico mensual de niveles de agua en el lago Titicaca tuvo un efecto en el desempeño 

del modelo RNN-LSTM. Se encontró que el modelo tuvo un buen desempeño para todas 

las ventanas de tiempo evaluadas, con valores altos de NSE y KGE para todas las 

ventanas. Sin embargo, se observó que el RMSE y el PBIAS fueron menores cuando se 

utilizaron ventanas de tiempo más largas. Esto indica que el modelo fue capaz de producir 

pronósticos más precisos y reducir la tendencia a sobreestimar o subestimar los valores 

observados cuando se utilizó una ventana de tiempo más larga. En general, se recomienda 

utilizar una ventana de tiempo de al menos 12 meses para obtener los mejores resultados 

de pronóstico con el modelo RNN-LSTM.  

En cuanto a las épocas de entrenamiento, aquí el número de épocas necesarias 

para alcanzar un alto rendimiento en el pronóstico mensual varía según la ventana de 

tiempo utilizada. Para ventanas de tiempo más pequeñas, se necesitan menos épocas para 

alcanzar un alto rendimiento, mientras que, para ventanas de tiempo más grandes, se 

necesitan más épocas para lograr un rendimiento comparable. La cantidad de épocas 

necesarias para alcanzar un alto rendimiento aumenta a medida que se aumenta la ventana 

de tiempo, lo que sugiere que la complejidad del modelo aumenta a medida que se 

consideran más datos históricos. 
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Tabla 3  

Desempeño de la RNN-LSTM con diferentes ventanas de tiempo para el pronóstico de 

NALT mensual 

Ventana 

de 

tiempo 

Épocas 

Entrenamiento Prueba 

RMSE 

(m) 
NSE KGE 

PBIAS 

(%) 

RMSE 

(m) 
NSE KGE 

PBIAS 

(%) 

1 78 0.1815 0.9736 0.9593 -0.0002 0.1626 0.9379 0.9668 -0.0002 

2 72 0.2368 0.9551 0.9368 -0.0001 0.2193 0.8861 0.9349 -0.0002 

3 295 0.1478 0.9825 0.9849 0.0002 0.1359 0.9557 0.9727 0.0000 

4 387 0.1480 0.9825 0.9824 0.0003 0.1373 0.9543 0.9772 0.0001 

5 377 0.1356 0.9853 0.9853 0.0002 0.1181 0.9657 0.9828 0.0000 

6 440 0.1404 0.9843 0.9853 0.0005 0.1296 0.9583 0.9788 0.0001 

8 267 0.1519 0.9816 0.9680 -0.0009 0.1370 0.9535 0.9689 -0.0002 

10 402 0.1366 0.9851 0.9782 -0.0006 0.1198 0.9647 0.9732 -0.0002 

12 476 0.1220 0.9881 0.9918 0.0004 0.1030 0.9741 0.9876 0.0001 

18 347 0.1298 0.9866 0.9915 0.0008 0.1137 0.9686 0.9865 0.0002 

24 285 0.1298 0.9866 0.9884 0.0005 0.1117 0.9698 0.9839 0.0001 

48 227 0.1210 0.9886 0.9859 0.0004 0.1156 0.9606 0.9767 0.0001 

Elaboración propia 

 

Los resultados de las métricas de desempeño para el rendimiento general de 

modelo RNN-LSTM para el período de entrenamiento y prueba indican que se 

desempeñaron muy bien durante el período de entrenamiento, con una RMSE, NSE, KGE 

y PBIAS promedio de 0.1484 m, 0.9817, 0.9782 y 0.0001 %, con una ligera diferencia en 

el periodo de prueba con una RMSE, NSE, KGE y PBIAS promedio de 0.1336 m, 0.9541, 

0.9742 y 0.0000 %. La red RNN-LSTM funciona mejor en la predicción diaria que en la 

predicción mensual. Esto se debe al hecho de que la predicción mensual utiliza ventanas 
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de tiempo más largas, lo que puede aumentar la complejidad del modelo y llevar a un 

peor rendimiento. 

La Figura 14 muestra la serie de tiempo de los datos observados de NALT junto 

con el período de entrenamiento y prueba del modelo RNN-LSTM utilizado para 

pronosticar los niveles de agua. El período de entrenamiento del modelo RNN-LSTM 

está representado por la línea de azul, y fue utilizado para entrenar el modelo con los datos 

históricos de 

 niveles de agua. El período de prueba se muestra con línea roja, y fue utilizada 

para evaluar la capacidad del modelo para pronosticar los niveles de agua. Al comparar 

los valores observados con los valores pronosticados, se puede observar que el modelo 

RNN-LSTM fue capaz de ajustarse bien a los datos observados durante el período de 

entrenamiento. Durante el período de prueba, el modelo también logró pronosticar los 

niveles de agua con precisión, ya que la línea roja se ajusta bastante bien a los valores 

observados. Si bien la mayoría de NALT altos y bajos fueron capturados por la RNN-

LSTM, esto se ve afectado cuando la ventana de tiempo es menor (1 y 2 meses) y se 

puede observar que RNN-LSTM no logra representa adecuadamente los niveles más 

bajos durante el periodo de entrenamiento (año 1944). 
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Figura 13  

Hidrograma de niveles de agua observado y pronosticado basada en el modelo RNN-

LSTM con paso de tiempo de 1, 2, 3, 4, 5, 6, 8, 10, 12, 18, 24 y 48 meses. 

 

 

Elaboración propia 
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Figura 14  

Diagrama de dispersión entre niveles de agua pronosticado por la RNN-LSTM con 

ventanas de tiempo 1, 2, 3, 4, 5, 6, 8, 10, 12, 18, 24 y 48 meses, y valores observados. 

Izquierda (entrenamiento) y derecha (prueba). 
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Elaboración propia 
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V. CONCLUSIONES 

En esta investigación, se utilizó una RNN-LSTM para pronosticar los niveles 

diarios y mensuales del LT utilizando diferentes ventanas de tiempo. Los resultados 

llevaron a las siguientes conclusiones: 

- Es interesante notar que existe una fuerte relación monotónica entre las variables 

consideradas en diferentes ventanas de tiempo, pero la fuerza de la relación 

disminuye gradualmente a medida que se consideran ventanas de tiempo más largas. 

Además, los resultados indican que la relación puede verse afectada por factores 

externos o estacionales, lo que se refleja en una disminución en la correlación en 

ciertos intervalos específicos. 

- El rendimiento de la red RNN-LSTM se ve afectado por el tamaño de la ventana. 

Una ventana de tamaño grande deteriora el rendimiento del modelo y la eficiencia 

computacional. Para el pronóstico diario de NALT, se puede lograr un mejor 

rendimiento del modelo con un tamaño de ventana igual a 1 día siendo capaz de 

capturar los valores altos y bajos con mayor precisión. Además, la precisión del 

modelo no necesariamente mejora con un mayor número de épocas de 

entrenamiento, y que el sesgo de los resultados es muy bajo. 

- Para el pronóstico mensual de NALT la red RNN-LSTM muestra que la mejor 

precisión se logra con una ventana de tiempo de 12 meses. Además, se observa que 

el modelo tiene un sesgo muy bajo y que el número de épocas de entrenamiento no 

tiene un efecto significativo en la precisión del modelo. Estos hallazgos pueden ser 

de gran utilidad para la gestión sostenible del recurso hídrico del lago Titicaca y 

otros cuerpos de agua similares. 
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VI. RECOMENDACIONES 

- Se recomienda utilizar los resultados para la predicción de los niveles de agua del 

lago Titicaca, debido a que produjeron estimaciones cercanas a los datos observados 

y tomar decisiones para la solución de problemas. 

- Se recomienda realizar nuevas investigaciones utilizando modelos alternativos 

basados en aprendizaje profundo que permitan realizar pronósticos en un mayor 

intervalo de tiempo para así lograr obtener pronósticos a largo plazo. 

- Se recomienda realizar nuevas investigaciones como la integración de variables 

adicionales, como la precipitación y la temperatura, para evaluar la influencia de 

estas variables en los niveles de agua del lago Titicaca, la aplicación de diferentes 

modelos de aprendizaje automático para comparar su desempeño en la predicción 

de los niveles de agua del lago Titicaca, determinar la mejor combinación de 

hiperparámetros para este modelo en particular y la evaluación de la incertidumbre 

en los pronósticos del modelo y su propagación a través de modelos de gestión del 

agua para mejorar la toma de decisiones.   
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ANEXOS 

ANEXO 1: Código fuente del modelo RNN-LSTM para pronóstico de niveles de agua 

del Lago Titicaca. 

El código fuente se encuentra almacenado como repositorio de GitHub: rlujano/LSTM-

NALT: RNN-LSTM for dayli water level forecasting (github.com) 
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