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RESUMEN 

El cáncer de seno, es una de las enfermedades, que aproximadamente genera 2.26 millones 

de muertes a nivel mundial anualmente, según la Organización Mundial de la Salud. El 

diagnóstico de la enfermedad, en etapas iniciales es importante, para permitir un tratamiento 

que elimine y/o alivie las consecuencias del mismo. Proveer de diversas técnicas para la 

detección del cáncer de seno, dará mayores opciones a los pacientes para el diagnóstico, y 

permitirá la disminución de costos. Por ello, es necesario conocer, ¿qué ensambles 

heterogéneos de aprendizaje automático, tiene mejor predicción de cáncer de seno, a partir 

de datos de expresiones géneticas de microarray?. En la presente investigación, se diseñó e 

implemento, cuatro ensambles de algoritmos heterogéneos: voting, bagging, boosting y 

stacking, los cuales fueron entrenados con un dataset de 4113 muestras miARN, cada uno 

con 2542 atributos, luego se aplicó los test Welch ANOVA y test de Games Showel, con 

diez resultados de exactitud, obtenidos por validación cruzada, y se detectó, que los 

ensambles no presentan diferencias significativas, logrando alcanzar una exactitud de 

predicción promedio de 98.23%. También se aplicó la misma metodología a, 121 muestras 

ADN extraídas por biopsia de células de mama, que constan de 54676 atributos, obteniendo 

una exactitud de predicción promedio de 99.99%. 

Palabras clave: Aprendizaje automático, cáncer de seno, ensambles, expresión génica, 

microarray, Welch ANOVA. 
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ABSTRACT 

Breast cancer is one of the diseases that generates approximately 2.26 million deaths 

worldwide annually, according to the World Health Organization. The diagnosis of the 

disease, in its initial stages, is important, to allow a treatment that eliminates and/or alleviates 

its consequences. Providing various techniques for the detection of breast cancer will give 

patients greater options for diagnosis, and will allow cost reduction. Therefore, it is 

necessary to know which heterogeneous machine learning ensembles have the best 

prediction of breast cancer, based on microarray genetic expression data? In the present 

investigation, four sets of heterogeneous algorithms were designed and implemented: voting, 

bagging, boosting and stacking, which were trained with a dataset of 4113 miRNA samples, 

each with 2542 attributes, then the Welch ANOVA and Games Showel test, with ten 

accuracy results, obtained by cross validation, and it was detected that the assemblies do not 

present significant differences, achieving an average prediction accuracy of 98.23%. The 

same methodology was also applied to 121 DNA samples extracted by breast cell biopsy, 

consisting of 54,676 attributes, obtaining an average prediction accuracy of 99.99%. 

Keywords: Machine learning, breast cancer, ensembles, gene expression, microarray, 

Welch ANOVA. 
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INTRODUCCIÓN 

El cáncer es la segunda causa de muerte en el mundo, cada año aproximadamente mueren 

cerca de diez millones de habitantes, se estima que, de cada seis muertes, una se debe al 

cáncer. También manifiestan, que, aproximadamente el 70% de muertes por cáncer ocurre 

en países de bajos o medianos ingresos. Y afirman, que, el cáncer más común a nivel 

mundial, es el cáncer de mama, cerca de 2.26 millones de casos por año. Estas 

afirmaciones, evidencian la importancia, de crear nuevos mecanismos de diagnóstico de 

la enfermedad para que los personas tengan mayor accesibilidad y a menores costos 

(Organización Mundial de la Salud, 2021)  

El Instituto Nacional de Enfermedades Neoplásica de Perú, manifiesta que muchas 

personas pueden tener una vida plena, si se detecta la enfermedad en las fases iniciales, y 

si han recibido un tratamiento contra el cáncer, por ello, la importancia de la detección 

temprana de cáncer, para disminuir las muertes por esta enfermedad (Instituto Nacional 

de Enfermedades Neoplásicas, 2023)  

En Knife (2023), manifiestan, que, en enfermedades de alto riego, como el cáncer, los 

pacientes generalmente solicitan una segunda opinión, con el propósito, de tener la 

certeza del diagnostico primigenio, este hecho es corroborado por especialistas, quienes, 

además agregan, que está práctica tiene un gran potencial. Este mismo hecho es 

manifestado por (American Cancer Society 2023). Según Mira et al. (2006), consideran 

que la segunda opinión es un derecho de toda persona, según la investigación, los expertos 

mencionan que una segunda opinión aumenta la calidad de asistencia sanitaria, la 

confianza y credibilidad. Nacional Instituto del Cáncer (2023) afirma que, en el campo 

de la medicina, una segunda opinión ofrece al paciente una opinión que confirma o 

cuestiona el diagnostico original, y el plan de tratamiento. Según Sanchez et al. (2021),  

la segunda opinión en las encuestas realizada con diferentes estratos sociales de pacientes 

en Francia, son solicitadas en caso de enfermedades complejas y en casos de riesgo, La 

investigación, no encontró que esta decisión dependiera de sexo, edad, región de 

procedencia o profesión, y una segunda opinión mejora la calidad de atención. 

En Weigl et al. (2021), manifiestan que, en Alemania, los pacientes tienen derecho a una 

segunda opinión, en caso de cirugías, y que el seguro social debe hacer un reembolso. 

Diferentes investigaciones e instituciones médicas del cáncer, manifiestan que una 

segunda opinión mejora la calidad de atención y confirma o niega el primer diagnóstico, 
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motivo por el cual una problemática a ser considera, es dar a los pacientes la posibilidad 

de una segunda opinión. 

Mezzasoma et al. (2012), Los microarrays de ADN, son una tecnología de la biología 

molecular que tiene diversas aplicaciones; permite cuantificar los niveles de expresiones 

génicas, de los genes en estudio, una de las posibles aplicaciones con los niveles de 

expresión génica, es la detección de mutaciones en genes específicos para un posterior 

diagnóstico de la enfermedad. Manifestar que el cáncer es provocado por mutaciones 

genéticas, y por ello los microarray, son una tecnología muy adecuada, para el diagnóstico 

de esta enfermedad. 

Mezzasoma et al. (2012), El microarray de ADN, es una colección de manchas adheridas 

a la superficie sólida, cada mancha de ADN, contiene miles de copias de una secuencia 

de ADN específico (secuencias que se desean estudiar). Estas secuencias, suelen ser una 

sección corta de un gen, la que se utilizan para, hibridar con muestras de ADNc (ADN 

complementario). La hibridación permite cuantificar la abundancia de transcripciones de 

las muestras. La intensidad de las manchas determina la cantidad de secuencias que son 

complementarias una de la otra, la tonalidad manifiesta la diferencia entre la muestra 

control (adheridas a la superficie). Los microarray de ADN, poseen manchas, y la 

intensidad de la mancha puede ser evaluada con mayor exactitud por método 

informáticos. 

De Guia et al. (2020), Existen diferentes modelos de machine learning, en la detección 

de cáncer a partir de microarray, algunos utilizan modelos predictivos y otros 

descriptivos, los diferentes autores presentan modelos lógicos, y las propuestas siempre 

pretenden mejorar el proceso de identificación y clasificación. De lo manifestado 

podemos inferir, que otros modelos lógicos de machine learning, permiten diagnosticar 

de manera más certera el cáncer. 

Hengpraprohm & Jungjit (1988), Una de las problemáticas, de los microarray, es la alta 

dimensionalidad, y enfatiza que es necesario la selección de genes predictores de la 

enfermedad. Siendo muy necesario propuestas de selección de genes. 

Por lo manifestado en párrafos anteriores, se pretende utilizar, varios modelos de machine 

learning para la detección de cáncer de mama, de forma que cada modelo arroje un 

diagnóstico, el cual corresponderá a una segunda opinión. Y la decisión final, será una 
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estrategia consensuada, emulando el diagnóstico de expertos humanos. 

Los expertos médicos, manifiestan que la detección temprana de diagnóstico de cáncer, 

permite que el tratamiento, que se aplica a los pacientes, permita un mejor control de la 

enfermedad y en la mayoría de casos evita las muertes. También manifiestan, que los 

pacientes que hayan recibido un tratamiento al cáncer en una fase inicial, en muchos casos 

tengan una vida bastante normal. Lo manifestado por especialistas, da ha conocer la gran 

importancia de la detección de cáncer en etapas iniciales. 

Una segunda opinión, en caso de enfermedades de riesgo de vida, como el cáncer, proveen 

al paciente una mejor calidad en el diagnóstico de la enfermedad, corrigiendo falsos 

positivos o falsos negativos en caso de existir, y también, pueden alterar los tratamientos, 

por otros más apropiados a la enfermedad. 

Proveer al paciente, de mayor cantidad, de métodos de diagnóstico de cáncer, incita, que 

los costos de diagnóstico tiendan a disminuir, y sean más accesibles. 

El uso de tecnologías más recientes, como los microarray, permite, a los especialistas, 

tener mayor certeza del diagnóstico realizado. 

Por los manifiestos anteriores, el presente trabajo tiene como propósito determinar la 

presencia o ausencia de cáncer de mama, en base al nivel de expresión génica de 

microarray a través de un ensamble de modelos heterogéneos de machine learning. 

El presente informe posee cuatro capítulos. El Capítulo I evidencia la revisión de 

literatura, seguidamente en el Capitulo II, se identifica la problemática, en el Capitulo III 

se da a conocer los materiales y métodos utilizados. Y el Capitulo IV se muestran los 

resultados obtenidos y la discusión con otras investigaciones, finalmente se da a conocer 

las conclusiones y recomendaciones. 
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I.  

II.  

III.  

IV.  

V.  

VI. CAPÍTULO I 

VII. REVISIÓN DE LITERATURA 

1.1. Marco teórico 

1.1.1. ADN 

El ADN consta de nucleótidos, conformados por cuatro tipos de subunidades 

adenina (A), citosina (C), guanina (G) y timina (T), figura 1. El ADN está formado 

por dos cadenas de nucleótidos, conocidos como cadena de ADN, o hebra, la 

secuencia de cadenas van de forma antiparalela, figura 2, los bloques de ADN, se 

forman por fosfato, azúcar, y una base o nucleótido, figura 3. El azúcar puede ir 

unido a una de las siguientes bases: adenina, citosina, guanina, o timina, figura 4. 

 

Figura 1. Subunidades del ADN, que proporciona un mecanismo para la herencia 
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Figura 2. ADN de doble cadena y ADN de doble hélice 

 

Figura 3. Bloque de construcción de ADN: azúcar-fosfato + base = nucleótido 

 

Figura 4. Cadena de ADN 

La forma en que se unen los nucleótidos, le da a la hebra de ADN, una polaridad 

química. Por un extremo un azúcar, que corresponde al fosfato, y por el otro 

extremo el agujero (hidroxilo). Esta polaridad en una cadena de ADN se referencia 

por un extremo 5’ (azúcar) y 3’ (agujero), figura 2. 

El descubrimiento del ADN respondió a dos preguntas fundamentales: ¿cómo era 

posible transportar información en forma química?, y ¿cómo la información puede 

ser copiada de una generación a otra? La respuesta a la primera pregunta se 

respondió con la comprensión de que el ADN está formado por cuatro tipos 
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diferentes de nucleótidos, presentados en secuencia. La respuesta a la segunda 

pregunta provino de la naturaleza de doble cadena de la estructura: porque cada 

hebra de ADN contiene una secuencia de nucleótidos que es exactamente 

complementaria a la secuencia de nucleótidos de su hebra asociada, cada hebra 

puede actuar como plantilla, o molde, para la síntesis de un nuevo complemento 

hebra. En otras palabras, si designamos las dos cadenas de ADN como S y Sʹ, la 

cadena S puede servir como plantilla para hacer una nueva hebra Sʹ, mientras que 

la hebra Sʹ puede servir como plantilla para hacer una nueva hebra S (Slack, 2013) 

1.1.2. ARN 

El ARN consta de nucleótidos, conformados por cuatro tipos de subunidades: 

adenina (A), citosina (C), guanina (G) y Uracilo (U). La cadena de ARN en 

comparación a la cadena de ADN, es una cadena monocatenaria. En un proceso de 

transcripción, se genera secuencias de ARN, a partir de una secuencia de ADN, 

transcribiendo las bases: A, G, C, T a su correspondientes A, G, C, U (Slack, 2013) 

1.1.3. Proteína 

Las proteínas son las macromoléculas que llevan a cabo diferentes funciones de una 

célula: como enzimas, las proteínas aceleran enormemente la velocidad de las 

reacciones metabólicas; como estructuras, las proteínas proporcionan mecanismos 

soporte tanto dentro de las células como fuera de sus perímetros; como hormonas, 

permiten el crecimiento y activación de genes; como membrana receptores y 

transportadores, las proteínas determinan qué tipos de sustancias entran o salen de 

la célula; como contráctil filamentos y motores moleculares, las proteínas 

constituyen la maquinaria para los movimientos biológicos; las proteínas actúan 

como anticuerpos, sirven como toxinas, forman la sangre, coágulos, absorben o 

refractan la luz y transportan sustancias de una parte del cuerpo a otra. ¿Cómo puede 

un tipo de molécula tener tantas funciones variadas? La explicación reside en las 

estructuras moleculares virtualmente ilimitadas que pueden asumir. Cada proteína, 

sin embargo, tiene una estructura única y definida que le permite llevar a cabo una 

determinada función. Lo más importante, las proteínas tienen formas y superficies. 

que les permiten interactuar selectivamente con otras moléculas. Las proteínas, en 

otras palabras, exhiben un alto grado de especificidad. Es posible, que una proteína 

reconozca un segmento de ADN que contiene una secuencia específica de ocho 
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nucleótidos, ignorando todas las otras 65,535 secuencias posibles compuesto por 

este número de nucleótidos (Lyall, 2016) 

1.1.4. Cromosoma 

Los ADN nuclear de los eucariotas, se divide en cromosomas, los cromosomas 

portan genes, las unidades funcionales de la herencia, el ser humano posee, 22 pares 

de cromosomas, como se aprecia en la figura 5, y, dos cromosomas sexuales X e Y. 

A toda la secuencia de ADN de los 46 cromosomas en caso del ser humano, se le 

conoce como genoma (Slack, 2013) 

 

Figura 5. Cromosomas humano 

1.1.5. Gen 

Es un segmento de ADN, que contiene instrucciones para fabricar una proteína (o 

un conjunto de proteínas). Un gen es responsable de dar una funcionalidad o 
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característica al organismo, en la figura 5 se aprecia los cromosomas, en ella las 

regiones en color oscuro, corresponden a los genes (Slack, 2013) 

1.1.6. Dogma central de biología molecular 

El dogma de la biología molecular fue descrito por primera vez por Francis Crick, 

en la que detalla, como a partir de la información de ADN, se genera una secuencia 

de ARN y luego se codifican aminoácidos, para más adelante ensamblar secuencias 

de aminoácidos y así generar proteínas. Llamamos transcripción al proceso de 

generar secuencias de ARN a partir de ADN, y traducción al proceso de generar 

aminoácidos a partir de ARN. El proceso descrito, también es conocido como 

fabricación de proteínas o síntesis de proteínas, la figura 6 ejemplifica la síntesis de 

proteínas. 

 

Figura 6. Dogma central de la biología molecular (El ADN se transcribe para 

producir ARNm, el que se traduce para generar proteínas) 

Desde la formulación original del dogma central de la biología molecular, se 

descubrió una clase de virus llamados retrovirus, que tiene capacidad de convertir 

su genoma de ARN en una copia de ADN, usando la enzima viral transcriptasa 

inversa. Esta conversión provoco el replanteo del dogma de la biología molecular, 

en la cual se incorporó, el flujo inverso de información de ARN a ADN, El cual se 

muestra en la figura 7. 
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Figura 7. Dogma completo de la biología molecular 

La figura 7, muestra las operaciones conocidas hasta la fecha en la biología 

molecular. En la fase de mitosis (duplicación de células) ocurre la replicación de 

ADN, en la que se crea una copia de la secuencia de ADN, de forma que cada célula 

posea la misma copia de ADN. En la fabricación de proteínas, se realiza el proceso 

de transcripción, generando una secuencia de ARN a partir de ADN y luego el 

proceso de traducción generando aminoácidos a partir de ARN. Los retrovirus 

tienen capacidad de generar secuencia de ADN a partir de secuencia de ARN, 

operación conocida como transcripción reversa (Mason et al, 2008) 

1.1.7. Código genético 

El código genético, es la codificación que se utiliza para generar aminoácidos a 

partir de codones (tres nucleótidos consecutivos), cuyos detalles se aprecian en la 

tabla 1. Algunos puntos relevantes son: ya que existen 4 nucleótidos distintos y se 

combina en tríos, se tiene un total de 64 codones, de los cuales se utilizan 61, para 

generar aminoácidos. Tres codones, UAA, UGA y UAG, están reservados para la 

función de parada (parada en la generación de aminoácidos). Se utiliza el codón 

AUG, para señalar el inicio, (inicio de codificación de aminoácidos), también el 

triplete AUG cumple la función de generar el aminoácido metionina (Met). En la 

tabla 1, se aprecia que solo se codifican 20 aminoácidos distintos, ya que existen 

diferentes codones que pueden generar un mismo aminoácido. 
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Tabla 1 

Código genético, que transcribe un codón (tres nucleótidos) en aminoácidos 

 

Un codón consta de tres nucleótidos, leídos en la secuencia de la tabla 1 (tabla de 3 

entradas), (primera, segunda y tercera letra respectivamente). A través del cual se 

generan aminoácidos. Un aminoácido, puede ser definido por varios codones, por 

ejemplo, la treonina se especifica mediante cuatro codones diferentes: ACU, ACC, 

ACA y ACG (Mason et al, 2008) 

1.1.8. ADN complementario 

Desnaturalización del ADN 

Cuando el ADN se disuelve en solución salina y la solución se calienta lentamente, 

ocurre la separación de las hebras, al finalizar el proceso la solución contiene 

moléculas monocatenarias completamente separadas de sus 

hebras complementarias, a esta cadena monocatenarias de ADN se conoce como 

ADN complementario (ADNc).  

  

UUU UCU UAU UGU U

UUC UCC UAC UGC C

UUA UCA UAA UGA stop A

UUG UCG UAG UGG triptófano G

CUU CCU CAU CGU U

CUC CCC CAC CGC C

CUA CCA CAA CGA A

CUG CCG CAG CGG G

AUU ACU AAU AGU U

AUC ACC AAC AGC C

AUA ACA AAA AGA A

AUG ACG AAG AGG G

GUU GCU GAU GGU U

GUC GCC GAC GGC C

GUA GCA GAA GGA A

GUG GCG GAG GGG G

arginina

G valina alanina

aácido 

aspartico
glicina

ácido 

glutámico

cisteina

T
E

R
C

E
R

A
 B

A
S

E

leucina stop

C leucina prolina

histidina

arginina

glutamina

A

isoleucina

treonina

aspargina serina

metionina

SEGUNDA BASE

U C A G
P

R
IM

E
R

A
 B

A
S

E

U

fenilalanina

serina

tirosina

lisima



  

11 

Renaturalización del ADN 

Si se enfrían lentamente una solución de ADN, que había sido desnaturalizado 

térmicamente, el ADN recupera las propiedades de la doble hélice; y se recobra sus 

propiedades, este proceso se conoce como: renaturalización o recocido. 

De lo anterior, afirmamos que, él ADN complementario, es un cadena 

monocatenaria de ADN, que puede obtenerse a través de la desnaturalización de 

ADN, como muestra la figura 8 (Lyall, 2016) 

 

Figura 8. Desnaturalización y Renaturalización de ADN 

1.1.9. Hibridación 

El recocido o desnaturalización de ADN, ha permitido desarrollar la metodología 

denominada hibridación de ácidos nucleicos, en la que, cadenas complementarias 

de ácidos nucleicos de diferentes fuentes pueden mezclarse para formar moléculas 

de doble cadena (híbridas), como se muestra en la figura 9 (Lyall, 2016) 

 

Figura 9. Hibridación de ADN-ARN 
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1.1.10. Mutación 

Una mutación es un cambio hereditario en el material genético. Un cambio tan 

simple como alterar una sola base, puede resultar en una sustitución de aminoácidos 

que puede conducir a un fenotipo (rasgos observables de un organismo) clínico 

debilitante. En la figura 10, se aprecie un ejemplo, en el que, se cambia la base A 

por una T, provocando el reemplazo de aminoácido glutamina por valina, lo que 

provoca que se altere el glóbulo rojo y la célula normal se convierta en una célula 

falciforme (figura 11), lo que lleva al estado de enfermedad. 

 

Figura 10. La anemia de la célula falciforme es causada por una proteína alterada. 

La hemoglobina está compuesta por un tetrámero de dos α-globinas y dos cadenas 

de β-globina, motivo que provoca la sustitución de aminoácido glutamina por 

valina, lo que provoca regiones hidrofóbicas en la superficie de la proteína 

“pegajosa” lo que lleva a distorsionar la forma de los glóbulos rojos  

 

Figura 11. Glóbulo rojo normal y falciforme 

Las mutaciones pueden ser provocada por cuatro operaciones básica: 
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Eliminación: eliminación de una o varias bases consecutivas, en una secuencia de 

ADN. 

Duplicación: duplicación de uno o más bases consecutivas, en la secuencia de 

ADN. 

Inversión: Inversión de una dos o más bases consecutivas, en la secuencia de ADN. 

Translocación: Cuando una parte de un cromosoma se rompe y se une con otro 

cromosoma. 

La figura 12, muestra ejemplo de las mutaciones cromosómicas. 

 

 

 

 

Figura 12. Operaciones básica de mutaciones cromosómicas 

Las mutaciones, pueden provocar cambios desfavorables para el organismo como 

el ejemplo de la figura 11; pero también puede provocar cambios favorables para el 

organismo, provocando evolución de las especies. También es posible que una 

mutación no genere cambios, si la mutación ocurre en una región no codificante del 

ADN o la mutación genera la misma secuencia de aminoácidos (Lyall, 2016) 
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1.1.11. Cáncer 

Los estudios han revelado que el cáncer es una mutación, que convierte una célula 

normal, en una célula cancerosa, las células cancerosas tienen la particularidad de 

duplicarse incontroladamente. Se ha detectado que existen dos tipos de genes 

implicados: oncogenes que pueden causar cáncer con ganancia de función 

mutación o activación inapropiada, y genes supresores de tumores que conducen al 

cáncer con mutaciones de pérdida de función. Estos también pueden considerarse 

como mutaciones positivas de tipo "acelerador", y mutaciones negativas de tipo 

“freno”. 

Algunos genes pueden mutar en múltiples tipos de tumores, y diferentes tumores 

pueden tener desde unas pocas, hasta cientos de mutaciones. Esta avalancha de 

variedad de mutaciones, ha generado la necesidad de análisis de problemas. No 

existe un modelo simple, en la que, las mutaciones de un conjunto de genes 

conduzcan siempre a un tipo específico de cáncer; pero suele existir cierta 

regularidad. También se ha percibido que un mismo tipo de tumores, tienen 

heterogeneidad. A la larga, caracterizar cada tipo de tumor ayudará tanto en el 

diagnóstico como en el diseño tratamientos basados en el genotipo (conjunto de 

genes de un organismo) del paciente y las mutaciones en el tumor de cada paciente 

(Slack, 2013) 

1.1.12. Cáncer de seno 

El cáncer de mama o cáncer de seno, se origina cuando las células mamarias crecen 

sin control. Las células cancerosas del seno forman un tumor, que puede ser 

detectado por imágenes radiográficas o puede palpar como una masa o bulto. El 

cáncer de seno es frecuente que se presente en las mujeres, pero también suele 

presentarse en varones. Existen tumores no cancerosos (benignos), que son 

crecimientos anormales, pero, no se propagan fuera de los senos. Los cánceres de 

seno, pueden originarse en diferentes partes, la mayoría comienza en los conductos 

que llevan la leche hacia el pezón (cánceres ductales), otros se originan en las 

glándulas que producen leche (cánceres lobulillares), también existen, los menos 

frecuentes como el tumor filodes y el angiosarcoma, y un número más reducido 

comienza en otros tejidos del seno. 
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El cáncer de mama, puede ser categorizado en 5 estadios, los estadios indican el 

grado de extensión. 

Estadio 0: Las células cancerosas no presentan carácter invasivo y están localizadas 

únicamente en el interior de los conductos mamarios: el tumor es un cáncer in situ. 

Estadio 1: El cáncer se concreta en un nódulo (bulto) inferior a los 2 cm de diámetro 

y habitualmente no se extiende aún a otros tejidos fuera de la mama. 

Estadio 2: El tumor sigue siendo inferior a 2 cm, pero se extiende a los ganglios de 

la axila, también puede ocurrir que: el nódulo haya crecido, sin sobrepasar los 5 cm, 

con un 50% de probabilidades de haberse extendido a los ganglios axilares. 

Estadio 3: El nódulo no ha alcanzado aún 5 cm, pero se ha extendido ya a las axilas. 

O el tumor, se extiende por los tejidos cercanos a la glándula mamaria. 

Estadio 4: Las células cancerosas se han extendido a otros tejidos y órganos del 

cuerpo, proliferando también en alguno de ellos, condición conocida como 

metástasis, la figura 13 (American Cancer Society, 2023) 

 

Figura 13. Estadios del cáncer de mama, de izquierda a derecha, 1er, 2do, 3er y 4to 

estadio respectivamente 

1.1.13. Microarray de oligonucleótido 

El microarray de oligonucleótido, son chips de ADN o ARN. Que consisten en una 

superficie sólida, en la cual se deposita una colección de fragmentos de ADN 
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(sondas). Estos fragmentos pueden ser ADN complementario o ARN, y contienen 

secuencias que corresponden a fragmentos de ADN del organismo con el que se 

quiere trabajar, figura 14. Estas secuencias de ADN o ARN, son fijadas a la 

superficie sólida que contendrá el microarray en forma de puntos ordenados en 

forma de matriz. La superficie sobre la que se depositan suele ser de materiales 

semiconductores o de cristal. Posteriormente se aísla el ARN o ADN de la muestra 

(paciente) con la que se quiere trabajar. Estas secuencias se marcan posteriormente 

mediante fluorescencia. Una vez construido el microarray con las secuencias 

deseadas, y teniendo la muestra del paciente, procesada y marcada, se hibridan 

ambos. Las secuencias del microarray (sondas) y la de muestra se unen (hibridan), 

y como las muestras están marcada con fluorescencia, es posible detectar donde se 

encuentran la mayor proporción de marcadores fluorescentes. El microarray, una 

vez hibridado, se escanea utilizando técnicas de procesamiento de imagen, 

mediante láseres y microscopios confocales, para detectar la presencia de estos 

puntos fluorescentes, y así poder realizar una medida indirecta de la abundancia de 

las secuencias en la muestra. 

Entre los usos de esta técnica, está el análisis de expresión génica, para determinar 

la intensidad de la fluorescencia y así estimar el nivel de expresión de genes (Tabas 

Madrid, 2018) 

La figura 17, muestra, de forma gráfica el proceso que se realiza en el análisis de 

microarray ARN y ADN. 

 

Figura 14. Microarray de oligonucleótidos 
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Microarray de oligonucleótidos de ARN 

En cada celda de un chip se pegan miles de copias de ARNm (sonda). Celdas 

distintas contienen ARNm también distintos. Todas las celdas contienen el mismo 

número de segmentos, figura 15 (Tabas Madrid, 2018) 

 

Figura 15. Chip de sondas 

Por otra parte, se prepara una muestra de ARNm, de nuestro caso de estudio 

(paciente), luego se marcan con una sustancia fluorescente, posteriormente se 

mezclan las sondas del microarray, provocando la hibridación por atracción 

bioquímica, de este modo algunas sondas tendrán adosadas ARNm que la 

complementa, pero, ya que están marcadas con un fluorescente se podrá percibir la 

cantidad de sondas que tienen fluorescencia, figura 17 (Tabas Madrid, 2018) 

 

Figura 16. Hibridación 
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Finalmente se realiza el análisis de imagen, convirtiendo las cantidades de 

secuencias hibridadas, en una intensidad de luz (un número), proceso que se realiza, 

mediante un escáner que lee la intensidad de luz y convierte a correspondiente valor 

numérico, como muestra la figura 17 (Tabas Madrid, 2018) 

 

Figura 17. Análisis de imagen 

Las matrices de expresión génica, contienen la información de muchos microarray. 

Para lograr este hecho, se recolecta información de un conjunto de microarray, la 

información de cada microarray se estira a una columna de la matriz de expresión, 

como se aprecia en la figura 18. Donde las columnas contienes diferentes 

condiciones (array, ensayo, casos, muestras, factores experimentales) y las filas 

contiene sondas o conjunto de sondas, los que se consideraran como genes de un 

individuo o paciente (Tabas Madrid, 2018) 



  

19 

 

Figura 18. Matriz de expresión génica 

Las matrices de expresiones génica, suelen registrar la información con una 

resolución considerable, como se muestra en la figura 19, y por este motivo es 

necesario que para un análisis de imagen se utilicen métodos informáticos (Tabas 

Madrid, 2018) 

 

Figura 19. Resolución de matrices de expresión génica 
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Microarray de ADN complementario 

En los microarray de ADN, se extrae dos muestras, una muestra de un individuo 

sano (control), y una muestra de un paciente sospechoso de enfermedad (mutante), 

las muestras sanas se le suministra una sustancia fluorescente verde, y las muestras 

mutantes una sustancia fluorescente roja, se mezclan las muestras, y se vierten en 

un chip de microarray en la que ocurre la hibridación. Como se aprecia en la figura 

20 (Tabas Madrid, 2018) 

 

Figura 20. Análisis de microarray de oligonucleótidos y de ADNc 

1.1.14. Aprendizaje Automático 

El objetivo de un algoritmo de aprendizaje automático, es permitir que el algoritmo 

aprenda a partir de un conjunto de datos, denominado conjunto de datos de 

entrenamiento, es decir crear un modelo o una hipótesis, capaz de relacionar los 

atributos de entrada de un objeto con los atributos de salida del objeto. La hipótesis 

es la tentativa de explicación de algún fenómeno o problema que puede ser 

corroborado mediante observación o experimentación. 
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Cuando un algoritmo de aprendizaje automático está aprendiendo a partir de un 

conjunto de datos, está planteándose una hipótesis. El espacio de posibles hipótesis, 

capaz de describir como se relacionan los objetos, hacen uso de representaciones, 

cada algoritmo de aprendizaje automático tiene su propia forma de representar la 

información para describir las hipótesis (matrices de pesos en las redes neuronales, 

árboles de decisión, reglas de decisión, tablas de probabilidades en Naïve Bayes, 

etc.)  

Las tareas de aprendizaje automático pueden ser: predictivas y descriptivas. En las 

tareas predictivas, la meta es encontrar una función que utilice los datos de 

entrenamiento, y determine un valor o etiqueta a los nuevos valores, la predicción 

utiliza el paradigma de aprendizaje supervisado. 

En las tareas descriptivas, la meta es explorar o describir un conjunto de datos, la 

descripción de datos utiliza el paradigma de aprendizaje no supervisado, la figura 

21, muestra la clasificación de tareas de aprendizaje automático (Faceli & Lorena, 

2021) 

 

Figura 21. Tareas de Aprendizaje Automático 

1.1.15. Algoritmos de clasificación 

Los algoritmos de clasificación, pertenecen a los algoritmos predictivos del tipo 

discreto, que aplican un paradigma de aprendizaje supervisado. 
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Existe una gran variedad de algoritmos de clasificación, a continuación, listamos 

por categorías los algoritmos de mayor uso: 

Métodos basados en distancia 

• Un vecino más cercano 

• K vecinos más cercanos 

• Raciocino basado en casos 

Métodos probabilísticos 

• Clasificador Naïve Bayes 

• Redes bayesianas para clasificación 

Métodos basados en búsqueda 

• Árboles de decisión para clasificación 

• Reglas de división para clasificación 

• Reglas de decisión 

Métodos basados en optimización 

• Redes neuronales artificiales 

o Perceptrón y Adaline 

o Perceptrón multicapa 

• Máquina de vector de soporte 

o Lineales 

o No lineales 

• Redes neuronales convolucionales 

• Redes recurrentes 

• Transformers 

Modelos múltiple predictivos 

• Combinación de predictores 

o Voting 

o Seriales 

• Combinación de algoritmos homogéneos 
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o Bagging 

o Boosting 

• Combinación de algoritmos heterogéneos 

o Stacking 

1.1.16. K vecinos más cercanos (KNN) 

El algoritmo KNN, representa cada objeto como un punto en n dimensiones, e 

incorpora cada objeto, a una clase, usando el método de votación por mayoría 

simple de sus k vecinos más cercanos. La identificación de vecinos, es aplicando 

una medida de similitud, por distancias. 

Distancia euclidiana: 

Sea dos objetos P y Q, con n atributos, los atributos de P será P(p1, p2, p3, … pn) 

y Q(q1, q2, q3, …, qn), el espacio n euclidiano, entonces es la distancia absoluta de 

la línea segmento dibujado de P a Q, como se aprecia en la ecuación (1). 

𝑑𝐸(𝑃,𝑄) = √∑(𝑝𝑖 − 𝑞𝑖)2
𝑛

𝑖=1

 Ecuación ( 1 ) 

También es, es posible utilizar como medida de similitud, distancia de Manhattan, 

Minkowski, Mahalanobis, coseno, Hamming, entre otros (Ray & Ray, 2021) 

1.1.17.  Máquina de vector de soporte para clasificación (SVC) 

En las máquinas de vectores de soporte, cada objeto se representa como un punto, 

en n dimensiones, y se busca el hiperplano óptimo de separación que pueda 

distinguir dos clases, un hiperplano será optimo, cuando está ubicado en la mejor 

posición de la frontera, como se aprecia en la figura 22. 
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Figura 22. Hiperplano identificado por SVM 

 

Figura 23. Kernel de SVM 

En caso de resolver problemas lineales, las SVC utilizan un kernel, como muestra 

la figura 23, El kernel, se construye a partir de un conjunto de funciones 

matemáticas, las que reciben datos de entrada y las convierten en la salida deseada, 

ecuación (2). 

𝐾(𝑝, 𝑞) =< 𝑓(𝑝), 𝑓(𝑞) > Ecuación ( 2 ) 

Donde K es la función kernel (núcleo), p, q son objetos de d dimensiones, f es una 

función, que va de una dimensión n, a una dimensión m, normalmente m es mayor 

que n, <p, q> denota el producto escalar, de los diferentes kernels, los kernel 

utilizados en el presente trabajo son: lineal, polinomial, sigmoide y gaussiana. 

Kernel polinomial 

Se trata de un kernel no estacionario, dado por ecuación (3), donde p, q, son los 

datos de entrada, y es posible reajustar la pendiente con el valor de α, y m es una 

constante que permite variar el sesgo, siendo x, el grado del polinomio. 
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𝑘(𝑝, 𝑞) =  (𝛼𝑝𝑇𝑞 + 𝑚)𝑥 Ecuación ( 3 ) 

También se posee los kernel: gaussiano, radial, Laplace, tangente, sigmoide, bessel, 

anova, spline, lineal, entre otros (Ray & Ray, 2021) 

1.1.18. Árbol de decisión (AD) 

Los árboles de decisión, son modelos que utilizan un árbol (figura 24), en la que se 

distinguen: Los nodos de decisión (color celeste), en los que, se evalúa un atributo, 

y dependiendo de su valor, se realiza bifurcación a una, u otra rama. Los nodos 

hojas (color amarillo,  naranja y rojo), los nodos hojas, por ser nodos terminales, 

contiene la clase a la que pertenece un dato en particular, en la figura 24, los nodos 

amarrillos corresponden a objetos de la clase 1, los naranjas a la clase 2, y los rojos 

a la clase 3. 

 

Figura 24. Árbol de decisión 

El mayor problema de construcción de árboles de decisión, está, en la elección del 

atributo que va en el nodo raíz del árbol, y el punto de corte, es decir los valores del 

atributo, que se utilizan, para realizar bifurcaciones a una rama, u otra, este 

problema se resuelve por diferentes estrategias, entre ellas tenemos índice de 

impureza Gini, Ganancia de información con entropía o incertidumbre. 

  

A3

A3 < k1 A3 > k1

A3 = k1

A2 A5 A1

A2 <= k2 A2 > k2 A5 = k3 A5 = k4 A1 <= k5 A1 > k5

C1 C2 C2 C3 C1 A4

A4 = k6 A4 = k7

C1 C3
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Impureza Gini 

𝐼𝐺(𝑝) = 1 − ∑𝑝𝑖
2

𝑛

𝑖=1

 Ecuación ( 4 ) 

El índice de impureza Gini, determina el grado de impureza que genera un atributo, 

al ser utilizado en un nodo de decisión, el atributo, además, está, sujeto a una o 

varias condiciones, para generar bifurcaciones. En la ecuación (4), pi, representa la 

probabilidad de la i-ésima clase, siendo la cantidad de clase igual a n. 

Entropía 

La entropía, mide el grado de incertidumbre, en base, al atributo evaluado, cuya 

ecuación matemática se aprecia en la ecuación (5). 

𝐸𝑛𝑡𝑟𝑜𝑝𝑖𝑎 =  −∑𝑝𝑖𝑙𝑜𝑔2(𝑝𝑖)

𝑘

𝑖=1

 Ecuación ( 5 ) 

En la ecuación, pi corresponde a la probabilidad de la i-ésima clase, siendo la 

cantidad de clases igual que k (Faceli & Lorena, 2021) 

1.1.19. Clasificador Naïve Bayes (NB) 

El clasificador Naïve Bayes, considerado también un clasificador ingenuo, utiliza 

el teorema de Bayes, para, determinar probabilidades a posteriori, en base a 

probabilidades a priori. En la figura 25, se aprecia, la red de clasificación de Naïve 

Bayes, en ella, el nodo raíz determina la probabilidad a posteriori, de la ocurrencia 

de una clase. Los nodos hojas, contienen las probabilidades a priori, probabilidad 

de ocurrencia de una clase condicionado al valor de un atributo (probabilidad 

condicionada). 
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Figura 25. Red del clasificador Naïve Bayes 

La probabilidad de ocurrencia de una clase (nodo raíz), está, en función a, las 

probabilidades condicionadas (nodos hojas), el modelo matemático utilizado se 

aprecia en la ecuación (6). 

 

Ecuación ( 6 ) 

Donde: 

P(C): Probabilidad de ocurrencia de una clase. 

P(ai/C=c): Probabilidad condicionada, probabilidad que la clase C 

pertenezca a la clase c, sujeto al atributo ai. 

: Multiplicación 

P(a1, a2, …, an):Sumatoria de probabilidades condicionadas de cada 

atributo 

 

Ecuación ( 7 ) 

En caso, que los atributos posean valores continuos, no es posible determinar la 

frecuencia, para ellos se suele utilizar la función de distribución normal, asumiendo 

que los datos siguen una distribución normal, cuyo modelo matemático se aprecia 

en la ecuación (7) (Faceli & Lorena, 2021) 
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1.1.20. Red neuronal perceptrón multicapa (MLP) 

La red neuronal artificial, basa su funcionamiento en las redes neuronales 

biológicas, cuya unidad de procesamiento son las neuronas, la figura 26 muestra un 

dibujo de la neurona biológica. El principio de funcionamiento de la neurona, es 

como sigue: la neurona, recibe señales de entrada a través de sus dendritas, estas 

señales son ponderadas por el cuerpo de la neurona, luego la neurona envía una 

señal a otras neuronas a través del axón. El envío de señal, por el axón, depende de 

la intensidad de señal recibida por las dendritas, si las señales recibidas son de alta 

intensidad, la neurona se activa, y envía una señal por el axón. Esté principio, 

emulan las neuronas artificiales, que son la unidad básica de las redes neuronales 

artificiales. 

 

Figura 26. Neurona bilógica 

En la figura 28, muestra el modelo de una neurona artificial, en ella se tiene un 

conjunto de entradas: X = {x1, x2, x3, …, xn}, cada señal de entrada tiene asociado 

pesos: W = {w1, w2, w3, …, wn}, el cuerpo de la neurona aplica la operación  X.W, 

operación conocida como producto punto, luego una función de activación, que 

decide si la neurona se activa o no, en caso de activarse envía una señal. la función 

de activación es variada, la ecuación (8), muestra la función de activación sigmoide. 

 

Figura 27. Neurona artificial 
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𝑓(𝑥) =
1

1 + 𝑒−𝑥
 Ecuación ( 8 ) 

Las redes neuronales artificiales del tipo perceptrón multicapa (MLP  Multi Layer 

Perceptron), son redes que constan de muchas unidades de neuronas y están 

organizadas en capas, emulando una red neuronal biológica, la figura 28, muestra 

un ejemplo particular de perceptrón multicapa. 

 

Figura 28. Perceptrón multicapa 

El MLP, realiza el procesamiento en un solo sentido, en la figura 28, el MLP, 

procesa los datos de izquierda a derecha, y posee 3 capas: capa de entrada, que tiene 

4 neuronas (una por cada atributo), están neuronas, solo son neuronas receptoras no 

realizan proceso; capa oculta, en el ejemplo posee 2 neuronas; y capa de salida 1 

neurona (la cantidad de neuronas de la capa de salida debe coincidir con la cantidad 

de clases del problema. (Para una clasificación binaria es suficiente con una neurona 

en la salida), las dendritas tienen asociado pesos. 

Existen diversos algoritmos de entrenamiento de MLP, entre ellos el algoritmo de 

retro propagación que utiliza descenso de gradiente. 

Algoritmo de Retro-Propagación 

A continuación, se muestra la lógica del algoritmo retro propagación: 

1. Inicializar pesos de las dendritas en valores pequeños. 

Sexo = 1 -0.2

0.1 0.392

Educación = 0.6

-0.5

-0.4

0.3

0.5

0.490 Clase = 2

Estado Civil = 0.2

-0.3 0.2

0.01

0.59

Edad = 0.012 0.4

Capa de entrada Capa oculta Capa de salida
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2. Seleccionar el siguiente par de entrenamiento: entradas y salida deseada. 

3. Calcular la salida del MLP. 

4. Calcular el error cometido. 

5. En base al error cometido, calcular el valor de descenso de gradiente. 

6. Reajustar los pesos del MLP, de manera que se minimice el error cometido. 

7. Repetir los pasos 2 al 6, para cada vector en el conjunto de entrenamiento, hasta que el error 

sea suficiente bajo. 

De forma general, los algoritmos de entrenamiento, de redes neuronales artificiales, 

siempre tienen como propósito, realizar reajustes de los pesos asociados a las 

dendritas, de forma que se minimice el error cometido  (Faceli & Lorena, 2021) 

1.1.21. Ensambles 

Los ensambles, son modelos de aprendizaje automático, que combinan diferentes 

algoritmos de clasificación, emulando el comportamiento de expertos humanos en 

la tarea de predicción, o especialistas de dominio (Faceli & Lorena, 2021) 

1.1.21.1. Voting 

El método de votación, consiste en entrenar diferentes algoritmos de 

clasificación con el mismo conjunto de datos, y en la fase de predicción, 

se proporciona el nuevo dato a cada uno de los modelos entrenados, 

obteniendo una salida de cada algoritmo, la salida del ensamble voting, 

se decide, por votación de mayoría simple, como se aprecia en la figura 

29 (Faceli & Lorena, 2021) 

 

Figura 29. Ensamble Voting 

Modelos entrenados

1

0

Predicción

1

0

1

Árbol Decisión

K vecinos más cercanos

Perceptron Multicapa

Máquina de vector de soporte

Naïve Bayes

Datos Nuevos 1
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1.1.21.2. Bagging 

El ensamble bagging, separa los datos de entrenamiento en n muestras 

con reemplazo, donde n es la cantidad de clasificadores a utilizar. Cada 

clasificador es entrenado únicamente con una porción de los datos. En la 

fase de predicción, se proporciona el dato nuevo a cada clasificador 

entrenado, y se obtiene una salida por cada uno de ellos, la salida del 

ensamble bagging, se consigue por votación de mayoría simple, como 

muestra la figura 30 (Faceli & Lorena, 2021) 

 

Figura 30. Ensamble Bagging 

1.1.21.3. Boosting 

El ensamble boosting, utiliza una secuencia de algoritmos de 

clasificación, y un conjunto de pesos asociados a cada uno de los datos 

de entrenamiento, como se aprecia en la figura 31 (Faceli & Lorena, 

2021) 

Modelos entrenados

1

0

Predicción

1

0

1

Muestra 

aleatoria

Datos de 

entrenamiento

Muestra 

aleatoria

Muestra 

aleatoria
1

Muestra 

aleatoria

Muestra 

aleatoria

Datos Nuevos

Árbol Decisión

K vecinos más cercanos

Perceptron Multicapa

Máquina de vector de soporte

Naïve Bayes
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Figura 31. Ensamble Boosting 

La figura 31, muestra la arquitectura del ensamble boosting, en ella h1, 

h2, …, ht-1, ht, corresponden a los clasificadores del tiempo 1, 2, …, t-1, 

t respectivamente. Cada clasificador tiene asociado un conjunto de pesos, 

uno por cada dato de entrada. De cada clasificador se obtiene alfa. Alfa 

es obtenido a partir del error cometido por el clasificador y de aplicar una 

función exponencial. Cada uno de los clasificadores recibe el mismo 

conjunto de datos en entrenamiento.  

Algoritmo de entrenamiento boosting 

Sea el conjunto de n datos de entrenamiento (x1, y1), …, (xn, yn) en los que 

el atributo xi,  X, y la variable destino es yi {-1, +1}, para i = 1 …n. 

Inicializamos los pesos 𝐷1(𝑖) =
1

𝑛
, para i = 1…n. 

Desde t = 1 hasta T repetir 

• Hallar un clasificador ht(x), que minimice PDt ( ht(x) ≠ y ) = Et. 

Donde, Et, es el error cometido en las clasificaciones. 

• Calcular alfa, con: 𝛼𝑡 =
1

2
ln (

1−𝐸𝑡

𝐸𝑡
) 

Datos

D1 D2 … Dt-1 Dt

α1 α2 … αt-1 αt

H

h1 h2 ht-1 ht
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• Actualizar los pesos:  𝐷𝑡+1(𝑖) = 𝐷𝑡 𝑒
(𝛼𝑡 ℎ𝑡(𝑖)𝑦𝑖), donde Dt+1 es el 

peso del tiempo t+1, Dt, es el peso del tiempo t, ht(i), es el 

clasificador del tiempo t, yi, es la salida deseada. 

• Normalizar Dt, es decir realizar los ajustes para que la sumatoria 

de probabilidades sea igual que uno. 

Para realizar la predicción de un nuevo valor x, debe aplicar la siguiente 

función: 𝐻𝑣(𝑥) = 𝑠𝑖𝑔𝑛𝑜(∑ 𝛼𝑡  ℎ
𝑡(𝑥)𝑇

𝑡=1 ) (Faceli & Lorena, 2021) 

1.1.21.4. Stacking 

El ensamble stacking, posee un apilado de clasificadores y un 

clasificador final. La generalización apilada consiste, en apilar la salida 

de un clasificador individual y usar otro clasificador para calcular la 

predicción final. El apilamiento permite usar la fuerza de cada 

clasificador individual usando su salida como entrada de un clasificador 

final, la figura 32, muestra la arquitectura de un ensamble Stacking 

(Faceli & Lorena, 2021) 

 

Figura 32. Ensamble Stacking 

1.1.22. Test de ANOVA 

El acrónimo ANOVA, proviene de Analysis of Variance, análisis de varianza, este 

test, basa su funcionamiento en el uso de varianza para determinar si los valores 
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medios de k variables son diferentes. El procedimiento compara la varianza de los 

valores medios de grupos. Para utilizar el test ANOVA, debe plantearse dos 

hipótesis, la hipótesis nula Ho y la hipótesis alterna H1.  

Hipótesis nula y alternativa 

Hipótesis nula (H0): las medias de k grupos son iguales.  

𝐻0: 𝜇1 = 𝜇2 = ⋯ = 𝜇𝑘 

Hipótesis alternativa (H1): al menos dos valores medios de k grupos son distintas.  

𝐻1: 𝜇1 ≠ 𝜇2 = ⋯ = 𝜇𝑘 

Nivel de significancia 

El nivel de significancia (alfa) debe ser seleccionado por la persona que aplique el 

test ANOVA, algunos valores típicos son: 

α= 0.05 nivel de significancia (1-α=1-0.05=0.95 = 95% de nivel de confianza) 

α= 0.10 nivel de significancia (1-α=1-0.10=0.90 = 90% de nivel de confianza)  

α= 0.01 nivel de significancia (1-α=1-0.01=0.99 = 99% de nivel de confianza)  

Regla de inferencia 

El test de ANOVA, calcula el estadístico p-valor (p), luego se realiza un 

comparativo del p-valor con el nivel alfa de significancia (), Si p < , entonces 

rechazamos la hipótesis nula y nos quedamos con la alternativa. Quiere decir, que 

al menos hay dos valores de medias grupales que son diferentes. En caso contrario, 

no podemos rechazar la hipótesis nula y concluimos que no existen diferencias 

significativas entre los grupos evaluados. 

Si p < α, entones se rechaza H0 y se acepta H1.(Huata Panca 2019) 

1.1.23. Test de Tukey 

El test de Tukey, es un test estadístico utilizado generalmente con el test ANOVA, 

El test Tukey se utiliza en experimentos que se tiene un número elevado de 

comparaciones. Tukey determina la diferencia por pares. Si estos intervalos 

incluyen al 0, entonces no se rechaza la hipótesis nula. 
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El test de Tukey permite determinar las diferencias entre las medias de las muestras, 

la comparación es “Diferencia honestamente significativa” (HSD), que se calcula 

mediante la siguiente expresión: 𝐻𝑆𝐷 = 𝑞𝛼,𝑘,𝑣 ∗ √
𝑀𝑆𝑒

𝑛
, donde, el q,k,v, es un valor 

obtenido de tabla Tukey (: significancia, k: cantidad grupos, v: grados de libertad 

de error obtenido por test de ANOVA) MSe: error cuadrado medio, n: tamaño de la 

muestra. 

Regla de inferencia 

Si se cumple que: |𝑦�̅� − 𝑦�̅�| > 𝑞𝛼,𝑘,𝑣 √
𝑀𝑆𝑒

𝑛
, afirmamos que existe diferencia 

significativa entre las medias de los grupos yi e yj. caso contrario no existe diferencia 

significativa. 

1.1.24. Test de Welch ANOVA y test Games Showell 

El test ANOVA, es un test robusto para medir las diferencias significativas, cuando 

los datos tiene una distribución normal y por ende homogeneidad en la varianza; 

pero puede ser inapropiado cuando no existe homogeneidad en la varianza. Welch 

ANOVA y Games Showell, puede ser aplicable en este caso, en reemplazo de test 

ANOVA y el test de Tukey respectivamente (Hangcheng, 2015)  

1.2. Antecedentes 

Thottathyl et al. (2021) El problema de la investigación es, la predicción de cáncer de 

seno en muestras de microarray. Para ellos, los autores proponen, utiliza el algoritmo k-

mens en versión paralela. Y realizan un comparativo de desempeño de velocidad, de los 

algoritmos: k vecinos más cercanos versión serial, máquina de vector de soporte versión 

serial y k-mens en versión serial. Los resultados obtenidos, evidencian, que, para 

diferentes tamaños de datos, el algoritmo k-mens versión paralela, tiene mejor desempeño 

en la velocidad de entrenamiento. 

Khoirunnisa & Adiwijaya (2021) Los investigadores, manifiestan que los microarray es 

la tecnología popular, para la detección de cáncer. Y utilizan el algoritmo: Relevancia 

Máxima de Redundancia Mínima (mRMR) para reducción de dimensionalidad, y 

regresión logística para la clasificación. Logrando obtener una precisión promedio de 

93.3% para muestras de cáncer de colon, pulmón, leucemia y ovario. 
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Fauzi et al. (2021) Los investigadores, afirman, que el cáncer, es la segunda causa de 

muerte a nivel mundial. Y con la intención de realizar la predicción de presencia de cáncer 

de forma temprana en muestras de microarray, y proponen utilizar análisis de 

componentes principales (PCA), para la reducción de dimensionalidad de los microarray; 

y una máquina de vector de soporte difuso (FSVM) para la predicción de la enfermedad. 

Los resultados obtenidos, muestran que utilizar FSVM con PCA obtiene una precisión de 

96.92% para muestras leucemia. 

Gumaei et al, (2021) manifiestan, que, el tema de las principales investigaciones, en las 

ciencias médicas informáticas, es el uso de aprendizaje automático en la detección de 

cáncer. A raíz de este problema, proponen utilizar, el método de Selección de 

Características de Correlación (CSF) para la reducción de dimensionalidad combinado 

con el modelo de Aprendizaje de Comité Aleatorio para la predicción de cáncer. 

Logrando obtener resultados de 95.098% de precisión para muestras de microarray con 

cáncer de próstata. 

Ali et al. (2020) El artículo de investigación informa, que el cáncer de seno, es la 

enfermedad que mayor cantidad de muertes de mujeres ocasiona en el mundo. Y 

proponen utilizar los métodos, Boruta, y LASSO para reducción de dimensionalidad; y 

una máquina de vector de soporte (SVM) y regresión lineal (LR) como método de 

clasificación de muestras de cáncer en microarray. Los resultados obtenidos evidencian, 

que el algoritmo LASSO combinado con LR generan una precisión de 98.61%. 

Palma-Ttito et al. (2020), Los investigadores proponen utilizar una máquina de vector de 

soporte de multiclase (SVMM), para la detección de catorce tipos cáncer: sangre, colón, 

seno, pulmón, piel, útero, sistema nervioso central, próstata, esófago, gástrico, hígado, 

páncreas, vejiga y hokings, cuyas muestras se encuentras en microarray. Y utilizan el 

filtro Inter cuartil, y filtro ANOVA para reducir dimensionalidad, obteniendo una 

precisión promedio de 87% en la detección de los cánceres mencionados. 

Loey et al. (2020) La problemática planteada por los investigadores, es la detección de 

cáncer en muestras de microarray, y proponen utilizar el algoritmo de Ganancia de 

Información, para seleccionar las características importantes o genes predictores, luego 

plantean el uso del algoritmo optimizador lobo gris como un segundo método de 

reducción de dimensionalidad. Finalmente se utiliza una máquina de vector de soporte, 

como clasificador de cáncer de seno y de colon, obteniendo una precisión de 94.87% en 
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la detección de cáncer de seno, y 95.935% para el cáncer de colon. 

Shah et al. (2020) Los investigadores propone utilizar Laplacian Score (LS) para 

reducción de dimensionalidad y una red neuronal convolucional modifica de 1D (1D-

CNN) en la detección de diez tipos de cáncer expresados en microarray, entre ellos: 

cáncer de próstata, sistema nervioso central, colón, leucemia, tumor cerebral, Linfoma 

difuso de células B grandes, leucemia mieloide aguda, tumores de células azules y 

redondas. Obteniendo resultados de predicción entre 92% y 100% de precisión. 

Hajieskandar et al. (2020) El artículo plantea la detección de cáncer de muestras de 

microarray, mediante el algoritmo de lobo gris para extraer características relevantes y 

una red densa (DNN) como aprendizaje profundo, para predicción de cáncer de estómago, 

pulmón, seno. Comparando con: SVM-lineal, KNN, Regresión lineal, Naïve Bayes, árbol 

de decisión, Xgboost, CNN, obteniendo valor de precisión alta: 99.37% cáncer de 

estómago, 99.91% cáncer de pulmón, y 99.89% cáncer de seno, frente al modelo 

comparado Xgboost con una exactitud de 98.33%, 95.29%, y 90.35% respectivamente, 

los algoritmos: : SVM-lineal, KNN, Regresión lineal, Naïve Bayes, árbol de decisión, 

CNN, realizan predicciones con precisión más baja. 

Nurlaily et al. (2019) Los investigadores plantean, detectar cáncer de seno en muestras 

de microarray, y se proponen, usar el algoritmo colonia de hormigas (ACO) y algoritmo 

genético (AG) en la generación de datos, y para resolver el problema de datos 

desequilibrados usan la técnica de sobre muestreo de minoría sintética (SMOTE), este 

método, se encargara de generar datos sintéticos al azar de las clases minoritarias, luego 

mediante una máquina de vector de soporte (SVM), se realiza la predicción de la 

enfermedad, los resultados obtenidos muestra que el trío SVM-GA-SMOTE, tiene un 

accuracy de 92.5%, en microarray con cáncer de seno.  

Fauzi et al. (2021) Los investigadores resuelven el problema de detección leucemia 

mieloide aguda (LMA) en microarray, que consistió en crear todas las combinaciones de 

9 genes (genes provocan la enfermedad). Los resultados obtenidos muestran un área bajo 

la curva ROC (AUC) de 95.9%. para datos de LMA. 

Astuti & Widi (2020) El autor manifiesta la importancia del diagnóstico de cáncer, y 

proponen utilizar el método de análisis de componentes principales (PCA), para 

reducción de dimensionalidad; y una red neuronal (ANN) para la predicción del cáncer 
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en microarray. Utilizando también un algoritmo genético (AG) para encontrar la mejor 

configuración de la red neuronal. Los resultados arrojan una precisión promedio de 

precisión de 83.33% 76.47%, 89.93% para cáncer de colon, próstata y pulmón 

respectivamente. 

Sathya & Priya (2020) Los autores plantean resolver la predicción de cáncer de seno en 

microarray, mediante una optimización del Algoritmo Cardumen de Ballenas (MWO) 

para la selección de genes, en comparación al metaheurístico Optimización por Enjambre 

de Partículas (PSO). y en la fase de predicción usan una máquina de vector de soporte 

(SVM), k vecinos más cercanos y el clasificador Naïve Bayes. Los resultados obtenidos 

muestran que la SVM con MWO tiene una precisión más alta de 78.25%. 

Loey et al. (2020) Resuelven el problema de detección de cáncer de seno en microarray, 

u utilizan un enfoque híbrido. Para reducción de dimensionalidad, el operador de 

Selección y Contracción Mínima Absoluta (LASSO), y algoritmo genético (AG); y un 

conjunto de clasificadores para detección de cáncer: regresión logística, máquina de 

vector de soporte, k vecinos más cercanos, bosque aleatorio, incrementando la exactitud 

de 89% a 96% al reducir la dimensionalidad. 

Tavasoli et al. (2021) Los investigadores manifiestan, que los algoritmos híbridos son 

efectivos para resolver problemas de optimización y rara vez se han utilizado en selección 

de genes, la investigación propone utilizar el método de envoltura con cinco criterios 

(ROC, T-test, entropía, Wilcoxon, distancia de Bhattacharyya), en la selección de genes. 

Luego se plantea utilizar máquina de vector de soporte (SVM) con base gaussiana, 

polinomial y radial, comparado con rede neuronal artificial (ANN), k vecinos más 

cercanos (K-NN), en muestras de microarray con cáncer de linfoma, próstata, leucemia, 

colon y seno obteniendo una precisión de: 86.44%, 86.36%, 92.7%, 86.03% y 90.62% 

respectivamente. 

Fogliatto et al. (2019) Los autores resuelven el problema de detección de cáncer de seno 

en datos de microarray, utilizando, análisis de componentes principales (PCA), y la 

distancia de Bhattacharyya para reducir dimensionalidad, y luego aplican, tres técnicas 

de predicción: k-vecinos más cercanos (K-NN), análisis discriminal lineal (LDA), red 

neuronal probabilística (PNN). K-NN obtuvo mejores resultados de 98.3% de exactitud 

en comparación a otros modelos. 
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Ali et al. (2020) Los autores manifiestan que el cáncer de mama, es el diagnóstico médico, 

más frecuente en mujeres, en el artículo proponen utilizar como método de selección de 

genes Boruta y LASSO, y mientras, que, en la clasificación se utiliza máquina de vector 

de soporte y regresión logística. Los resultados muestran que el mejor accuracy es 

98.61%, utilizando regresión logística combinando con LASSO. 

Shafi et al. (2020) Los autores resuelven la detección de cáncer de colon en datos de 

microarray, utilizando random forest para reducción de dimensionalidad, y utilizan un 

ensamble voting homogéneo, de árboles de decisión en la predicción. Y obtienen una 

precisión de 95%. 

Rajasekaran & Sathyabama (2019) Los investigadores resuelven la detección de cáncer 

de seno en datos de microarray, y proponen usar Incrustación de Vecinos Estocásticos 

Kernelizados Gaussianos (GKNE-LGBC), para la selección de genes, luego se utiliza 

similitud de distancias como un segundo método de selección de genes. Para la fase de 

clasificación, se utiliza un ensamble de clasificadores débiles, y luego clasificadores 

fuertes. Obteniendo una exactitud de 96% de GKNE-LGBC. 

Yawei & Yuan (2020) Los investigadores, proponen un nuevo método para clasificación 

de 6249 muestras de 14 tipos de cáncer, la propuesta plantea un método de ensamble 

voting con regresión logística, SVM, bosque aleatorio, XGBoost, y redes neuronales, 

mediante una estrategia de votación ponderada, obteniendo un accuracy de 71.46%. 

 

  



  

40 

2.  

3.  

4.  

5.  

6.  

7. CAPÍTULO II 

8. PLANTEAMIENTO DEL PROBLEMA 

2.1.  Identificación del problema 

¿Cuáles son los algoritmos de aprendizaje automático, que pueden detectar cáncer de mama en 

muestras de expresiones génicas de microarray? 

¿Qué modelo de ensamble heterogéneo de aprendizaje automático, tendrá mejor precisión en la 

detección de cáncer de mama, en muestras de expresiones génicas de microarray? 

2.2.  Enunciados del problema 

El cáncer es la segunda causa de muerte en el mundo, cada año aproximadamente mueren 

cerca de diez millones de habitantes, se estima que, de cada seis muertes, una se debe al 

cáncer. También manifiestan, que, aproximadamente el 70% de muertes por cáncer ocurre 

en países de bajos o medianos ingresos. Y afirman, que, el cáncer más común a nivel 

mundial, es el cáncer de mama, cerca de 2.26 millones de casos por año. Estas 

afirmaciones, evidencian la importancia, de crear nuevos mecanismos de diagnóstico de 

la enfermedad para que los personas tengan mayor accesibilidad y a menores costos 

(Organización Mundial de la Salud, 2021)  

El Instituto Nacional de Enfermedades Neoplásica de Perú, manifiesta que muchas 

personas pueden tener una vida plena, si se detecta la enfermedad en las fases iniciales, y 

si han recibido un tratamiento contra el cáncer, por ello, la importancia de la detección 

temprana de cáncer, para disminuir las muertes por esta enfermedad (Instituto Nacional 

de Enfermedades Neoplásicas, 2023)  

En Knife (2023), manifiestan, que, en enfermedades de alto riego, como el cáncer, los 

pacientes generalmente solicitan una segunda opinión, con el propósito, de tener la 
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certeza del diagnostico primigenio, este hecho es corroborado por especialistas, quienes, 

además agregan, que está práctica tiene un gran potencial. Este mismo hecho es 

manifestado por American Cancer Society (2023). Según Mira et al. (2006), consideran 

que la segunda opinión es un derecho de toda persona, según la investigación, los expertos 

mencionan que una segunda opinión aumenta la calidad de asistencia sanitaria, la 

confianza y credibilidad. Nacional Instituto del Cáncer (2023) afirma que, en el campo 

de la medicina, una segunda opinión ofrece al paciente una opinión que confirma o 

cuestiona el diagnostico original, y el plan de tratamiento. Según Sanchez et al. (2021),  

la segunda opinión en las encuestas realizada con diferentes estratos sociales de pacientes 

en Francia, son solicitadas en caso de enfermedades complejas y en casos de riesgo, La 

investigación, no encontró que esta decisión dependiera de sexo, edad, región de 

procedencia o profesión, y una segunda opinión mejora la calidad de atención. 

Weigl et al. (2021), manifiestan que, en Alemania, los pacientes tienen derecho a una 

segunda opinión, en caso de cirugías, y que el seguro social debe hacer un reembolso. 

Diferentes investigaciones e instituciones médicas del cáncer, manifiestan que una 

segunda opinión mejora la calidad de atención y confirma o niega el primer diagnóstico, 

motivo por el cual una problemática a ser considerada, es dar a los pacientes la posibilidad 

de una segunda opinión 

Mezzasoma et al. (2012), Los microarrays de ADN, son una tecnología de la biología 

molecular que tiene diversas aplicaciones; permite cuantificar los niveles de expresiones 

génicas, de los genes en estudio, una de las posibles aplicaciones con los niveles de 

expresión génica, es la detección de mutaciones en genes específicos para un posterior 

diagnóstico de la enfermedad. Manifestar que el cáncer es provocado por mutaciones 

genéticas, y por ello, son una tecnología muy adecuada, para el diagnóstico de esta 

enfermedad. 

Mezzasoma et al. (2012), El microarray de ADN, es una colección de manchas adheridas 

a la superficie sólida, cada mancha de ADN, contiene miles de copias de una secuencia 

de ADN específico (secuencias que se desean estudiar). Estas secuencias, suelen ser una 

sección corta de un gen, la que se utilizan para, hibridar con muestras de ADNc (ADN 

complementario). La hibridación permite cuantificar la abundancia de transcripciones de 

las muestras. La intensidad de las manchas determina la cantidad de secuencias que son 

complementarias una de la otra, la tonalidad manifiesta la diferencia entre la muestra 
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control (adheridas a la superficie). Los microarray de ADN, poseen manchas, y la 

intensidad de la mancha puede ser evaluada con mayor exactitud por método 

informáticos. 

De Guia et al. (2020), Existen diferentes modelos de machine learning, en la detección 

de cáncer a partir de microarray, algunos utilizan modelos predictivos y otros 

descriptivos, los diferentes autores presentan modelos lógicos, y las propuestas siempre 

pretenden mejorar el proceso de identificación y clasificación. De lo manifestado 

podemos inferir, que otros modelos lógicos de machine learning, permiten diagnosticar 

de manera más certera el cáncer. 

Hengpraprohm & Jungjit (1988), Una de las problemáticas, de los microarray, es la alta 

dimensionalidad, y enfatiza que es necesario la selección de genes predictores de la 

enfermedad. Siendo muy necesario propuestas de selección de genes. 

Por lo manifestado en párrafos anteriores, se pretende utilizar, varios modelos de machine 

learning para la detección de cáncer de mama, de forma que cada modelo arroje un 

diagnóstico, el cual corresponderá a una segunda opinión. Y la decisión final, será una 

estrategia consensuada, emulando el diagnóstico de expertos humanos. 

Los expertos médicos, manifiestan que la detección temprana de diagnóstico de cáncer, 

permite que el tratamiento, que se aplica a los pacientes, permita un mejor control de la 

enfermedad y en la mayoría de casos evitar las muertes. También manifiestan, que los 

pacientes que hayan recibido un tratamiento al cáncer en una fase inicial, en muchos casos 

tienen una vida bastante normal. Lo manifestado por especialistas, da ha, conocer la gran 

importancia de la detección de cáncer en etapas iniciales. 

Una segunda opinión, en caso de enfermedades de riesgo de vida, como el cáncer, proveen 

al paciente una mejor calidad en el diagnóstico de la enfermedad, corrigiendo falsos 

positivos o falsos negativos en caso de existir, y también, pueden alterar los tratamientos, 

por otros más apropiados a la enfermedad. 

Proveer al paciente, de mayor cantidad, de métodos de diagnóstico de cáncer, incita, que 

los costos de diagnóstico tiendan a disminuir, y sean más accesibles. 

El uso de tecnologías más recientes, como los microarray, permite, a los especialistas, 

tener mayor certeza del diagnóstico realizado. 
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Por los manifiestos anteriores el presente trabajo tiene como propósito determinar la 

presencia o ausencia de cáncer de mama, en base al nivel de expresión génica de 

microarray a través de un ensamble de modelos heterogéneos de machine learning. 

2.3.  Justificación  

Los expertos médicos, manifiestan que la detección temprana de diagnóstico de cáncer, 

permite que el tratamiento, que se aplica a los pacientes, permita un mejor control de la 

enfermedad y en la mayoría de casos evita las muertes. También manifiestan, que los 

pacientes que hayan recibido un tratamiento al cáncer en una fase inicial, en muchos casos 

tienen una vida bastante normal. Lo manifestado por especialistas, da ha, conocer la gran 

importancia de la detección de cáncer en etapas iniciales. 

Una segunda opinión, en caso de enfermedades de riesgo de vida, como el cáncer, proveen 

al paciente una mejor calidad en el diagnóstico de la enfermedad, corrigiendo falsos 

positivos o falsos negativos en caso de existir, y también, pueden alterar los tratamientos, 

por otros más apropiados a la enfermedad. Siendo necesario en este tipo de enfermedades 

una segunda opinión. 

Proveer al paciente, de mayor cantidad, de métodos de diagnóstico de cáncer, incita, que 

los costos de diagnóstico tiendan a disminuir, y sean más accesibles. 

El uso de tecnologías más recientes, como los microarray, permite, a los especialistas, 

tener mayor certeza del diagnóstico realizado. 

2.4.  Objetivos 

2.4.1. Objetivo general 

Diseñar e implementar un ensamble heterogéneo de aprendizaje automático para la 

predicción de presencia o ausencia de cáncer de mama, en base al nivel de expresión 

génica de microarray. 
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2.4.2. Objetivos específicos 

- Identificar y seleccionar muestras de microarray de oligonucleótidos con 

expresión génica de presencia de cáncer de mama y muestras de control, de 

repositorios públicos de información biotecnológica. 

- Reconocer los algoritmos de aprendizaje automático que mejor predicción de 

cáncer de mama obtienen en muestras de expresiones génicas de microarray. 

- Identificar el modelo de ensamble heterogéneo que mejor predicción de cáncer 

de mama obtiene en muestras expresiones génicas de microarray. 

2.5. Hipótesis 

2.5.1. Hipótesis general 

Un ensamble de modelos heterogéneos de machine learning, puede mejorar la 

predicción de presencia o ausencia de cáncer de mama, mediante comparaciones 

de niveles de expresiones génicas en microarray. 

2.5.2. Hipótesis específicas 

Hipótesis H1 

Los repositorios públicos de información biotecnológica, poseen muestras de 

microarray de expresión génica con presencia de cáncer de mama y muestras de 

control. 

Hipótesis H2 

Varios algoritmos de aprendizaje automático tienen mejor predicción de la presencia o 

ausencia de cáncer de mama, en muestras expresiones génicas de microarray. 

Hipótesis H3 

Un modelo de ensamble heterogéneo de aprendizaje automático tiene una mejor 

predicción de presencia o ausencia de cáncer de mama, en muestras de expresiones 

génicas de microarray. 
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CAPÍTULO III 

MATERIALES Y MÉTODOS 

3.1. Lugar de estudio 

En el presente proyecto, no se tiene interacción directa con personas u otros sujetos, ya que 

el objetivo es diseñar e implementar un prototipo de ensamble de modelos heterogéneo de 

aprendizaje automático. Y los datos a utilizar, son un conjunto de microarrays con 

información de expresiones génicas, obtenidos de repositorios biológicos: Centro Nacional 

de Información de Biotecnología de Estados Unidos de Norte América y del Instituto de 

Bioinformática de Europa. El prototipo generalizará los datos y podrá realizar predicciones 

de muestras que provengan de cualquier persona, independiente de la ubicación geográfica. 

3.2. Población 

La población, consta de las muestras de expresiones génicas de microarray, existente en los 

repositorios públicos: del Centro Nacional de Información Biotecnología de Estados 

Unidos de Norte América y del Instituto de Bioinformática de Europa. 

3.3. Muestra 

Para el muestreo de datos se aplica técnicas de análisis y exploración de datos, para así 

seleccionar muestras de expresiones génicas de microarray con presencia de cáncer de 

mama, y muestras de control, pertenecientes a homo sapiens, los microarray encontrados 

deberán tener mismas características: protocolo (marca y modelo de microarray), diseño 

(que posean mismas sondas), formato de grabación. Entre otros. 

3.4. Método de investigación 

La presente investigación es de naturaleza cuantitativa, y del tipo aplicada, ya que tiene por 
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objeto resolver un problema específico, enfocado en la búsqueda del conocimiento para su 

aplicación. 

La metodología empleada, en el diseño e implementación del modelo de ensamble 

heterogéneo, que es el objetivo de la presente investigación, utiliza la metodología de 

aprendizaje automático KDD (descubrimiento de conocimiento en bases de datos). 

3.5. Descripción detallada de métodos por objetivos específicos 

El método utilizado para la recolección de datos consta de: 

a) Diseño de muestreo 

Objetivo Específico 1: Para la obtención de muestras de microarray de 

oligonucleótidos, se realiza un análisis y exploración de los repositorios de Centro 

Nacional de Información Biotecnológica de EE.UU (NCBI) y del Instituto Europeo 

de Bioinformática (EMBI-EBI), con el fin de encontrar microarray, que contenga 

expresiones génicas de células cancerosas de seno y expresiones génicas de células de 

mama sanas. 

Objetivo Específico 2: Para identificar los algoritmos de aprendizaje automático que 

mejores predicciones tengan en el diagnóstico de cáncer de mama en expresiones 

génicas, es necesario identificar los diferentes algoritmos de aprendizaje automático, 

y comprender como representan la información los microarray, se necesitan de textos 

bibliográficos y artículos de investigación. 

Objetivo Específico 3: Para identificar el modelo de ensamble heterogéneo, que 

realice el mejor diagnóstico de cáncer de mama en expresiones génicas. En necesario 

conocer sobre el principio de funcionamiento de los ensambles, para así diseñar e 

implementar, Para ello es necesario contar con textos bibliográficos y artículos de 

investigación, relacionados al tema. 

b) Revisión detallada del uso de materiales, equipos, insumos, entre otros. 

Objetivo Específico 1: Para ingresar a los repositorios de NCBI y EMBI-EBI, se 

accede mediante conexión a internet. Luego se utilizan aplicaciones que permitan 

realizar tareas de análisis y exploración de datos, para identifica microarray con 

expresiones génicas de cáncer de mama. 
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Objetivo Específico 2: Los algoritmos de aprendizaje automático, deben ser 

identificados, ejemplificados y usados en la detección de cáncer de mama, para 

cumplir dicho propósito se realiza lecturas, se ejemplifica mediante una dataset 

pequeño, y luego son utilizados a través de lenguaje de programación Python en el 

Cloud de Google, para finalmente comprobar ¿cuál o cuáles de los modelos tiene 

mejor predicción de cáncer de mama de expresiones génicas? 

Objetivo Específico 3: Los modelos de ensamble heterogéneos de aprendizaje 

automático, deben ser identificados, diseñados, y usados en la detección de cáncer 

de mama. Para cumplir dicho propósito se realiza lecturas, luego se diseñan 

arquitecturas de ensamble heterogéneas (combinando distintos algoritmos de 

aprendizaje automático),  para utilizar, se hace uso, de lenguaje de programación 

Python en el Cloud de Google, para finalmente comprobar ¿qué modelo de ensamble 

heterogéneo realiza mejor predicción de cáncer de mama de expresiones génicas? 

c) Descripción de variables a ser analizados en el objetivo específico. 

Objetivo Específico 1: Los microarray, que utilizamos en la investigación, son 

microarray de oligonucleótidos (ADNc o ARNm) con expresiones génicas. Cuyas 

variables a ser analizadas son: 

Variable independiente: Nivel de expresiones génicas, es decir: intensidad de 

fluorescencia provocado por la hibridación (combinación de cadenas monocatenarias 

de ADNc o ARNm por atracción bioquímica) de genes de ADN. 

Variable dependiente: Presencia o ausencia de cáncer. 

Objetivo Específico 2: Los algoritmos de aprendizaje automático a ser utilizadas en 

la investigación son: k vecinos más cercanos (KNN), clasificador Naïve Bayes (NB),  

árbol de decisión (AD), red neuronal artificial del tipo perceptrón multicapa (MLP), 

máquina de vector de soporte para clasificación (SVC). Cuyas variables a ser 

analizadas son: 

Variable independiente: Configuración específica de hiper parámetros de algoritmos 

de aprendizaje automático. 

Variable dependiente: Tasa de aciertos en la predicción de cáncer de mama.  
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Objetivo Específico 3: Los modelos de ensamble heterogéneo de aprendizaje 

automático a ser utilizadas en la investigación son: voting, bagging, boosting y 

stacking, los cuales se diseñarán, implementar y utilizan en la predicción de cáncer de 

mama. Las variables a ser analizadas son: 

Variable independiente: Arquitectura de los modelos de ensamble heterogéneo, y 

valores de hiper parámetros de los algoritmos de clasificación utilizados en los 

ensambles. 

Variable dependiente: Tasa de aciertos en la predicción de cáncer de mama.  

d) Aplicación de estadística inferencial. 

Objetivo Específico 1: Se realiza una contrastación por observación. 

Objetivo Específico 2: Se hará uso del test de ANOVA y Welch ANOVA. 

Objetivo Específico 3: Se hará uso del test de ANOVA y Welch ANOVA. 
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CAPÍTULO IV 

RESULTADOS Y DISCUSIÓN 

En la investigación se hizo uso, de dos dataset: El primero, matrices de expresiones 

génicas de ARN (E-GEOD-73002), y el segundo, matrices de expresiones génicas de 

ADN (E-GEOD-42568), el motivo de realizar dos experimentos, es para verificar el 

desempeño de los modelos propuestos. 

4.1. Objetivo específico 1 

a) Interpretación de resultados 

Primer experimento (E-GEOD73002) 

 

Figura 33. Expresiones de ARN (E-GEOD-73002) 

La figura 33 muestra, una porción muy pequeña de datos de expresión génicas de ARN, 

que corresponde a microARN (miARN). Los microARN, son moléculas de ARN, de 

entre 21 a 25 nucleótidos, los cuales son útiles para la detectar cáncer en fase iniciales. El 

dataset consta de: 1280 muestras de pacientes con cáncer de mama, 2686 muestras de 

personas sanas, 54 muestras de tumores benignos, y 93 muestras con cáncer de próstata, 

haciendo un total de 4113 microarray, dispuestos cada uno de ellos en un archivo y con 

un total de 2542 sondas o atributos. 
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Figura 34. Distribución de clases, a la izquierda datos originales, a la derecha datos sin 

las clases minoritarias 

La figura 34, muestra la proporción de clases del dataset original y del dataset final a 

utilizar en el presente experimento. 

Es necesario, aclarar que, para conseguir el dataset, se realizó un conjunto de procesos 

laboriosos de análisis, exploración y preparación de datos. Tareas que implicaron hacer 

revisión de textos de medicina, oncología, biología molecular, entre otros. 

Segundo Experimentos (E-GEOD-42568) 

 

Figura 35. Expresiones génicas de ADN (E-GEOD-24568) 

La figura 35 muestra, una porción muy pequeña de datos de expresión génicas de ADN, 

extraída por biopsias de células de cáncer de mama (extraídas antes del tratamiento de la 

enfermedad), el dataset consta de: 104 muestras con cáncer de mama, y 17 biopsias de 

mama normales, cuya proporción se aprecia en la figura 36, haciendo un total de 121 

muestras. 
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Figura 36. Distribución de clases de datos de expresiones génicas (E-GEOD-24568) 

 

Figura 37. Gráfico en barras, que representa la puntuación asignada a cada sonda como 

variable predictora, habiendo utilizado el método Ganancia de Información y ANOVA  

Cada muestra del dataset, consta de 54676 sondas, siendo bastante alta la 

dimensionalidad, motivo por el cual se aplicó reducción de dimensionalidad, utilizando 

el método de Ganancia de Información mediante entropía, método que permitió detectar 

las sondas de mayor importancia en la predicción de cáncer. Para la puntuación de 

ganancia de información, se utilizó el test de ANOVA, para detectar sondas que presentan 

una baja variabilidad, motivo que permite detectar sondas “redundantes”, y así poder 

eliminarlas. La figura 37 muestra la importancia de cada una de las 54676 sondas, esta 

importancia se expresa por la altura de la barra, estos resultados permiten seleccionar las 

sondas que mayor importancia tiene en la predicción de cáncer de mama. 

Se elimino las sondas cuya puntuación es menor al 10% de la máxima puntuación, 

quedándonos con un matriz de expresiones génicas de 121 muestras y 1515 atributos 

(sondas). 
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4.2. Objetivo específico 2 

Primer Experimentos (E-GEOD-73002) 

a) Interpretar los resultados 

Tabla 2 

Valor de hiper parámetros que optimizan los algoritmos de aprendizaje automático 

 

La tabla 2, muestra para cada algoritmo de aprendizaje automático utilizado en la presente 

investigación, el valor de hiper parámetros, encontrados mediante búsqueda aleatoria en 

matrices. Valores que optimizan el clasificador en el diagnóstico de cáncer de mama en 

expresiones génicas. Se aprecia en la última columna la exactitud conseguida con la 

configuración de hiper parámetros. 

 

Figura 38. Valores de exactitud de predicción de cada algoritmo aplicando validación 

cruzada, k=10 

Algoritmo Hiper parametros Valores Exactitud

N vecinos 4

Pesos uniform

Algoritmo kd_tree

Criterio gini

Divisor best

Max prof árbol 20

NB 90.62%

Kernel linear

Costo 0.1

Capas ocultas (100, 50, 10)

Función activación relu

Coef aprendizaje invscaling

Momentum 0.5

SVC 99.66%

MLP 98.49%

KNN 98.49%

AD 98.49%

No posee hiper parametros
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La figura 38, muestra para cada algoritmo de aprendizaje automático, el valor de 

exactitud, obtenido, aplicando validación cruzada (k=10), valores que son utilizados para 

calificar el desempeño de cada uno de los clasificadores. 

Una vez obtenido la exactitud de cada algoritmo, debemos determinar el desempeño de 

cada uno de ellos y así identificar los mejores clasificadores para predicción de cáncer de 

mama. En la identificación de mejores clasificadores, se utiliza el test ANOVA, y para 

ello es necesario garantizar que los datos siguen una distribución normal, en caso que los 

datos no posean una distribución normal, se debe utilizar el test alternativo Welch 

ANOVA.  

 

Figura 39: Gráficos cuartil-cuartil, que muestras si los datos de predicción de la figura 

38 siguen una distribución normal 

La figura 39, muestra la gráfica cuartil cuartil, que permite determinar si los datos de la 

figura 38 tiene o no distribución normal. Revisando las gráficas obtenidas, se aprecia que 

únicamente los datos de AD siguen una distribución normal, lo cual es un indicador que 

el test a utilizar para identificar los mejores clasificadores es, el test Welch ANOVA y el 

test Games Showell. 

 

Figura 40. Estadísticos del test de Welch ANOVA 

La figura 40, muestra los resultados de aplicar el test Welch ANOVA, y continuando con 

el procedimiento procedemos a plantear la hipótesis nula y la hipótesis alterna: 

Ho: No existe diferencias significativas entre las medias de exactitud de predicción, de 

los algoritmos de clasificación, en la detección de cáncer de seno. 

H1: Al menos existe una diferencia significativa, con las medias de exactitud de 

predicción, de dos algoritmos de clasificación, en la detección de cáncer de seno. 
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Según la figura 40 el p-valor = 0.000000004, expresado en el parámetro p-unc. Y para 

un valor de significancia de alfa = 0.01 o un grado de confianza del 99% afirmamos 

inferimos que: 

Se rechaza la hipótesis Ho y se acepta la hipótesis alterna H1, ya que p-valor = 

0.000000004 < alfa = 0.01. esto quiere decir que al menos existe un par de medias de 

exactitud de predicción de cáncer de seno, con diferencia significativa. Y es necesario 

aplicar el test de Games Showell, para determinar el mejor clasificador. 

 

Figura 41. Resultados de aplicar el test de Games Showell, para determinar ¿Cuál es el 

menor clasificador? 

La figura 41, muestra los resultados del test Games Showell, en ella se aprecia las 

diferencias realmente significativas en la columna diff, entre cada par de algoritmos de 

clasificación, a partir de estos resultados obtenemos la tabla 3, resumen de test Games 

Showell. 
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Tabla 3 

Resumen del test de Games Showell, donde se identifica las diferencias significativas. 

 

Según la tabla 3, existen diferencias realmente significativas entre AD y NB, de igual 

modo entre KNN y NB, y apreciando también, la tabla 2, podemos concluir en: Los 

algoritmos SVC, KNN, MLP, son los mejores clasificadores, por no existir diferencias 

realmente significativas entre ellos. El siguiente mejor clasificador es AD. Y el peor 

clasificador es NB. 

b) Discusión con otros autores 

La investigación presentada por  Tamura et al. (2016), muestran, un conjunto de pruebas 

realizadas, entre ellas están la sensibilidad, exhaustividad y precisión de algún modelo de 

clasificación, el cual no se detalla, pero si, se da a conocer la exactitud de predicción, el 

que llega a 97.1%, en el presente trabajo se determinó que los mejores modelos son SVC, 

KNN y MLP, con una exactitud promedio de 98.86%, superando en un pequeño margen. 

 

 

  

Clasificador 

A

Clasificador 

B

Game 

Howell 

(GH)

Diferencia 

Realmente 

Significativa

Motivo

AD KNN 0.00056 0.999710 No | media(A) - media(B) | = 0.00056 <  GH = 0.99971

AD MLP 0.07931 0.682060 No | media(A) - media(B) | = 0.07931 <  GH = 0.68206

AD NB 0.06199 0.000005 Si | media(A) - media(B) | = 0.06199 >  GH = 0.000005

AD SVC -0.01116 0.004710 No | media(A) - media(B) | = -0.01116 <  GH = 0.00471

KNN MLP 0.07875 0.687450 No | media(A) - media(B) | = 0.07875 <  GH = 0.68745

KNN NB 0.06143 0.000004 Si | media(A) - media(B) | = 0.06143 >  GH = 0.000004

KNN SVC -0.01172 0.009280 No | media(A) - media(B) | = -0.01172 <  GH = 0.00928

MLP NB -0.01731 0.998180 No | media(A) - media(B) | = -0.01731 <  GH = 0.99818

MLP SVC -0.09048 0.577850 No | media(A) - media(B) | = -0.09048 <  GH = 0.57785

NB SVC -0.07316 0.577850 No | media(A) - media(B) | = -0.07316 <  GH = 0.57785

  −   
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Segundo Experimentos (E-GEOD-42568) 

a) Interpretar los resultados 

Tabla 4 

Valor de hiper parámetros que optimizan los algoritmos de aprendizaje automático 

 

La tabla 4, muestra para cada algoritmo de aprendizaje automático, el valor de hiper 

parámetros, encontrados mediante búsqueda aleatoria en matrices. Valores que optimizan 

el clasificador en el diagnóstico de cáncer de mama en expresiones génicas. Se aprecia en 

la última columna la exactitud conseguida con la configuración de hiper parámetros. 

 

Figura 42. Valores de exactitud de predicción de cada algoritmo aplicando validación 

cruzada, k=10 

La figura 42, muestra para cada algoritmo de aprendizaje automático, el valor de 

exactitud, habiendo aplicado validación cruzada (k=10), valores que son, utilizados para 

Algoritmo Hiper parametro Valores Exactitud

N vecinos 3

Pesos distance

Algoritmo ball_tree

Criterio entropy

Divisor random

Max prof árbol 50

NB 86.49%

Kernel poly

Costo 0.5

Capas ocultas (100, 50, 10)

Función activación tanh

Coef aprendizaje invscaling

Momentum 0.9

SVC 100.00%

MLP 97.30%

KNN 100.00%

AD 94.59%

No posee hiper parametros
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determinar, que clasificadores tienen mejor desempeño en la predicción de cáncer de 

mama. 

 

Figura 43. Gráficos cuartil-cuartil, que muestras si los datos de predicción de la figura 37 

siguen una distribución normal 

La figura 43, muestra para cada algoritmo de aprendizaje automático, si los datos de 

exactitud de la figura 42, siguen una distribución normal. Y podemos apreciar que, AD 

es el único que tiene una distribución normal, por lo que debemos aplicar el test Welch 

ANOVA y el test Games Showell. 

 

Figura 44. Estadísticos del test de Welch ANOVA 

La figura 44, muestra los resultados de aplicar el test Welch ANOVA, y para continuar 

el procedimiento, planteamos la hipótesis nula y la hipótesis alterna: 

Ho: No existe diferencias significativas entre las medias de exactitud de predicción, de 

los algoritmos de clasificación, en la detección de cáncer de seno. 

H1: Al menos existe una diferencia significativa, con las medias de exactitud de 

predicción, de dos algoritmos de clasificación, en la detección de cáncer de seno. 

Según la figura 44 el p-valor = 0.000019, expresado en el parámetro p-unc. Y para un 

valor de significancia de alfa = 0.01 o un grado de confianza del 99% inferimos que: 

Se rechaza la hipótesis Ho y se acepta la hipótesis alterna H1, ya que p-valor = 

0.000019 < alfa = 0.01. esto quiere decir que al menos existe un par de medias 

de exactitud de predicción de cáncer de seno, con diferencia significativa. Y es 

necesario aplicar el test de Games Showell, para determinar el mejor 

clasificador. 
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Figura 45. Resultados de aplicar el test de Games Showell, para determinar ¿Cuál es el 

menor clasificador? 

La figura 45, muestra los resultados del test de Games Showell, en ella se aprecia las 

diferencias realmente significativas en la columna diff, entre cada par de algoritmos de 

clasificación, a partir de estos resultados obtenemos la tabla 5, resumen de test Games 

Showell. 

Tabla 5 

Resumen del test de Games Showell, donde se identifica las diferencias significativas. 

 

Según la tabla 5, existen diferencias realmente significativas entre KNN y NB, de igual 

modo entre MLP y NB, y apreciando también, la tabla 4, podemos concluir en:  

Clasificador 

A

Clasificador 

B

Game 

Howell 

(GH)

Diferencia 

Realmente 

Significativa

Motivo

AD KNN -0.07222 0.255180 No | media(A) - media(B) | = -0.07222 <  GH = 0.25518

AD MLP -0.03750 0.825650 No | media(A) - media(B) | = -0.0375 <  GH = 0.82565

AD NB 0.05833 0.462490 No | media(A) - media(B) | = 0.05833 <  GH = 0.46249

AD SVC -0.08472 0.120100 No | media(A) - media(B) | = -0.08472 <  GH = 0.1201

KNN MLP 0.03472 0.645300 No | media(A) - media(B) | = 0.03472 <  GH = 0.6453

KNN NB 0.13056 0.000230 Si | media(A) - media(B) | = 0.13056 >  GH = 0.00023

KNN SVC -0.01250 0.964600 No | media(A) - media(B) | = -0.0125 <  GH = 0.9646

MLP NB 0.09583 0.012930 Si | media(A) - media(B) | = 0.09583 >  GH = 0.01293

MLP SVC -0.04722 0.270930 No | media(A) - media(B) | = -0.04722 <  GH = 0.27093

NB SVC -0.14306 0.000030 No | media(A) - media(B) | = -0.14306 <  GH = 0.00003

  −   
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Los algoritmos KNN, SVC, son los mejores clasificadores, por no existir diferencias 

realmente significativas entre ellos, los siguientes mejores clasificadores son AD y MLP, 

y el peor clasificador es NB. 

b) Discusión con otros autores 

Para el dataset E-GEOD-42568, no se encontraron trabajos relacionados, los autores del 

dataset, obtuvieron los mencionados datos, con el fin de determinar correlación de las 

redes transcripcionales con la supervivencia del cáncer de mama. Es decir, extraer grupos 

de genes coexpresados de grandes conjuntos de datos de expresión de ARN mensajero 

heterogéneo, habiendo detectado 11 grupos de genes (Clarke et al, 2013) 

4.3. Objetivo específico 3 

Primer experimento (E-GEOD-73002) 

a) Interpretar los resultados 

 

Figura 46. Voting heterogéneo planteado 

 

Figura 47. Bagging heterogéneo planteado 
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Figura 48. Boosting heterogéneo planteado 

 

Figura 49. Stacking heterogéneo planteado 

Las figuras 46, 47, 48, y 49 muestran, los diseños propuestos de los modelos de ensamble 

heterogéneo voting, bagging, boosting y stacking respectivamente. En dichos diseños se 

utilizan algoritmos de clasificación: MLP, SVC, KNN, NB, AD. Diseños que fueron 

implementados. El modelo voting y stacking por naturaleza son modelos heterogéneos, 

por lo que podemos encontrar implementaciones en diversas librerías; pero no existe 

implementaciones de bagging y boosting con algoritmos heterogéneos, más es necesario 

aclarar, que, tanto bagging y boosting utilizan algoritmos homogéneos. 

  

Datos

D1 D2 D3 D4 D5

MLP

α1 α2 α3 α4 α5

H

NB SVC AD KNN
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Tabla 6 

Valor de hiper parámetros que optimizan los algoritmos utilizando en los ensambles. 

 

Tabla 7 

 Exactitud de predicción de cáncer de mama, con el 25% de datos de test. 

 

La tabla 6, muestra para cada algoritmo, que se utiliza en el ensamblaje de meta modelos, 

los valores de hiper parámetros utilizados, valores encontrados con búsqueda aleatoria de 

matrices. La tabla 7, muestra la exactitud a la que se llega en el test de modelos de 

ensamble. 

 

Algoritmo Hiper parametro Valores

N vecinos 4

Pesos uniform

Algoritmo ball_tree

Criterio gini

Divisor best

Max prof árbol 20

NB

Kernel linear

Costo 0.1

Capas ocultas (100, 50, 10)

Función activación relu

Coef aprendizaje invscaling

Momentum 0.5

KNN

AD

No posee hiper parametros

SVC

MLP

Ensamble Exactitud

Voting 97.91%

Bagging 97.49%

Boosting 99.54%

Stacking 98.32%
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Figura 50. Valores de exactitud de diagnósticos de cáncer de mama, aplicando validación 

cruzada, con k=10 

Para determinar el mejor ensamble, se obtiene 10 valores de exactitud, aplicando 

validación cruzada (k=10), La figura 50, muestra por cada ensamble 10 valores de 

exactitud obtenidos con validación cruzada. Valores que son utilizados para determinar 

el mejor algoritmo. 

 

Figura 51. Grafico cuartil-cuartil, que permite detectar conjunto valores de exactitud de 

predicción, siguen una distribución normal 

La figura 51, muestra el grafico cuartil-cuartil para cada modelo de ensamble, con los 

valores de exactitud de predicción de la figura 50. Y podemos apreciar que los datos que 

tiene distribución normal son el modelo: Bagging y Boosting. Motivo por el cual para 

determinar el mejor modelo utilizamos el test Welch ANOVA y test Games Showell. 

 

Figura 52. Estadístico obtenidos con el test de Welch ANOVA 
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La figura 52, muestra el los estadísticos obtenidos con el test Welch ANOVA, y para 

continuar el proceso se plantea las hipótesis correspondientes: 

Ho: No existe diferencias significativas entre las medias de exactitud de predicción, de 

los ensambles heterogéneos de clasificación, en la detección de cáncer de seno. 

H1: Al menos existe una diferencia significativa, con las medias de exactitud de 

predicción, de dos ensambles heterogéneos de clasificación, en la detección de 

cáncer de seno. 

De acuerdo a la figura 52, se obtiene un valor de p-valor = 0.00237, expresado en el 

parámetro p-unc, para un valor de significancia de alfa = 0.01 o un grado de confianza 

del 99% afirmamos que: 

Se rechaza la hipótesis Ho y se acepta la hipótesis alterna H1, ya que p-valor = 0.00237 

< alfa = 0.01. esto quiere decir que al menos existe un par de medias de exactitud de 

predicción, con diferencia significativa. Y concluimos que existe un mejor y peor modelo 

ensamble de clasificación. 

 

Figura 53. Estadísticos obtenidos con el test de Games Showel 

Para determinar ¿Cuál es el mejor clasificador?, aplicaremos la comparación de 

diferencias realmente significativas (HSP) con el test Game Showell. La figura 53. 
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Tabla 8 

Resumen del test Games Showel 

 

La tabla 7: resumen de test Games Showell, informa, que no ha detectado diferencias 

realmente significativas, en pares de modelos analizados, a pesar que el test Welch 

ANOVA dice que, si existe diferencias significativas. Con lo anterior concluimos que los 

cinco modelos de ensamble, tienen misma precisión de exactitud en la predicción en 

cáncer de seno, en muestras de microarray,  y si tomamos en cuenta el promedio, los 

ensambles tienen una exactitud de 98.32%. 

b) discusiones con otros autores 

La investigación presentada por  Tamura et al. (2016), muestran, un conjunto de pruebas 

realizadas, entre ellas están la sensibilidad, exhaustividad y precisión de algún modelo de 

clasificación, el cual no se detalla, pero si se da a conocer la exactitud de predicción el 

que llega a 97.1%, en el presente trabajo se determinó que los mejores modelos de 

ensamble son voting, bagging, boosting y stacking, con una exactitud promedio de 

98.32%, superando en un pequeño margen. 

Segundo experimento (E-GEOD-42568) 

a) Interpretar los resultados 

El diseño de la arquitectura de los modelos de ensambles, en este experimento, son 

similares al primer experimento. Con la diferencia que la mejor configuración de hiper 

parámetros de los algoritmos de clasificación, son distintos, datos que se aprecian en la 

tabla 9, obtenidos mediante búsqueda aleatoria en matriz y con validación cruzada. 

  

Clasificador 

A

Clasificador 

B

Game 

Howell 

(GH)

Diferencia 

Realmente 

Significativa

Motivo

Bagging Boosting -0.02984 0.006280 No | media(A) - media(B) | = -0.02984 <  GH = 0.00628

Bagging Stacking -0.03287 0.003070 No | media(A) - media(B) | = -0.03287 <  GH = 0.00307

Bagging Voting -0.01494 0.889250 No | media(A) - media(B) | = -0.01494 <  GH = 0.88925

Boosting Stacking -0.00303 0.610490 No | media(A) - media(B) | = -0.00303 <  GH = 0.61049

Boosting Voting 0.01489 0.874820 No | media(A) - media(B) | = 0.01489 <  GH = 0.87482

Stacking Voting 0.01994 0.805690 No | media(A) - media(B) | = 0.01994 <  GH = 0.80569

  −   
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Tabla 9 

Valores de configuración de hiper parámetros de los algoritmos utilizados en modelos 

ensambles. 

 

Tabla 10 

Exactitud obtenida en la fase de test de modelos ensamble, con el 75% de datos. 

 

En la tabla 10, se aprecia que, los cuatro modelos de ensamble heterogéneo llegan a 

realizar una predicción perfecta, del 100%. Como se sabe, no existe un sistema perfecto, 

asumimos que dichos valores de exactitud de predicción, pueden deberse a la pequeña 

cantidad de datos. 

Algoritmo Hiper parametro Valores Exactitud

N vecinos 3

Pesos distance

Algoritmo ball_tree

Criterio entropy

Divisor random

Max prof árbol 50

NB 86.49%

Kernel poly

Costo 0.5

Capas ocultas (100, 50, 10)

Función activación tanh

Coef aprendizaje invscaling

Momentum 0.9

SVC 100.00%

MLP 97.30%

KNN 100.00%

AD 94.59%

No posee hiper parametros

Ensamble Exactitud

Voting 100.00%

Bagging 100.00%

Boosting 100.00%

Stacking 100.00%
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Figura 54. Valores de exactitud de predicción de cáncer de mama, encontrados aplicando 

validación cruzada k=10, valores a utilizar en la elección del mejor predictor 

Para determinar el mejor modelo de ensamble en la predicción de cáncer de mama, no es 

suficiente con utilizar la exactitud de la tabla 10. Se realiza una validación cruzada (k=10) 

mostrados en la figura 54, a estos valores debe aplicar el test ANOVA o test Welch 

ANOVA dependiendo de la normalidad de datos. 

 

Figura 55. Gráfico cuartil-cuartil, que muestra la normalidad de datos de predicción con 

validación cruzada. 

De acuerdo a la figura 55, gráfico cuartil-cuartil se aprecia que los valores de exactitud 

de predicción en cáncer de mama, no siguen una distribución normal, motivo por el cual, 

se utiliza los test Welch ANOVA y Games Showell. 

 

Figura 56. Estadísticos obtenidos por el test Welch ANOVA 
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La figura 56, muestra el p-valor, valor obtenido, aplicando el test Welch ANOVA. A 

continuación, planteamos las hipótesis nula y alterna. 

Ho: No existe diferencias significativas entre las medias de exactitud de predicción, de 

los modelos de ensambles de clasificación, en la detección de cáncer de seno. 

H1: Al menos existe una diferencia significativa, con las medias de exactitud de 

predicción, de dos modelos ensambles de clasificación, en la detección de cáncer 

de seno. 

Aplicando el test Welch ANOVA, los resultados obtenidos se aprecian en la figura 56, se 

obtiene un valor de p-valor = 0.667669, expresado en el parámetro p-unc.  

Para un valor de significancia de alfa = 0.01 o un grado de confianza del 99% afirmamos 

que: 

Se acepta la hipótesis Ho y se rechaza la hipótesis alterna H1, ya que p-valor = 0.667669 

> alfa = 0.01. esto quiere decir que el método Welch ANOVA, no detecta diferencias 

significativas entre los modelos de ensamble en la predicción de cáncer de seno. 

Por lo anterior se acepta la hipótesis Ho, y podemos afirmar que los cuatro modelos de 

ensamble, tienen misma exactitud de precisión, y tomando en cuenta la exactitud obtenida 

en la validación cruzada podemos afirmar que la exactitud de los diferentes modelos es 

de 99.99%, en el diagnóstico de cáncer de seno para el dataset E-GEOD-42568. 

b) Discusiones con otros autores 

Para el dataset E-GEOD-42568, no se encontraron trabajos relacionados, los autores del 

dataset, obtuvieron los mencionados datos, con el fin de determinar correlación de las 

redes transcripcionales con la supervivencia del cáncer de mama. Es decir, extraer grupos 

de genes coexpresados de grandes conjuntos de datos de expresión de ARN mensajero 

heterogéneo, habiendo detectado 11 grupos de genes (Clarke et al, 2013) 
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CONCLUSIONES 

Se logró identificar y seleccionar muestras de microrray de oligonucleótidos. La matriz 

de microarrays codificado con E-GEOD-73002, posee expresiones génicas de ARN de 

cáncer de mama. Y por otra parte la matriz de microarrays codificado con E-GEOD-

42568, posee expresiones génicas de ADN de cáncer de mama. La labor de obtención de 

datos implicó tareas de comprensión de dominio como: cáncer de mama, oncología, 

medicina, biología molecular, genética. Y tareas de análisis, exploración y preparación 

de datos como: integración, balanceo y reducción de dimensionalidad. 

Se logro identificar que, los mejores algoritmos, en la identificación de cáncer de mama 

a partir de expresiones génicas de microarray, son SVC y KNN. Siendo la exactitud 

alcanzada con el dataset E-GEOD-73002, es de SVC, KNN, MLP 98.88%, AD 98.49% 

y NB 90.62%. Y con el dataset E-GEOD-42568, es de KNN y SVC 100.00%, AD y MLP 

95.94%, y NB 86.49%. valores de exactitud conseguidas en un conjunto grande de 

experimentos, la estrategia utilizada en la determinación de la mejor configuración de 

hiper parámetros fue, la búsqueda aleatoria en cuadricula. 

Se logro identificar que, los ensambles heterogéneos voting, bagging, boosting y stacking, 

tiene similar exactitud en la identificación de cáncer de mama a partir de expresiones 

génicas de microarray, afirmación que se realiza por los resultados obtenidos con los tests 

Welch ANOVA y Games Showell, que manifiestan que la exactitud de predicción de 

cáncer no posee diferencias significativas. Los lores exactitud obtenidos son: 98.2% para 

el dataset E-GEOD-73002, y 99.99% para dataset E-GEOD-42568. 

Consideramos que aplicar el test ANOVA y test Tukey para datos con distribución 

normal, o el test Welch ANOVA y test Games Showell para datos que no siguen 

distribución normal, permite realizar afirmaciones más certeras, ya que no juzga el 

desempeño de un modelo de aprendizaje automático en función a un valor, sino a un 

conjunto de experimentos, tomando en cuenta las diferencias significativas.  
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RECOMENDACIONES 

El dataset E-GOED-42568, utilizado en la presente investigación, posee un desbalance 

de clases 14% a 86%, ello puede provocar que el aprendizaje de los diferentes modelos 

no sea homogéneo, para mejorar este inconveniente, se recomienda ampliar los datos de 

la clase minoritaria, por recolección de datos o generando artificialmente. 

El presente trabajo realiza una clasificación binaria de expresiones génicas, para trabajos 

futuros se recomienda realizar clasificaciones multiclase,  ya que las expresiones génicas 

de microarray existentes, en los repositorios públicos tienen una gran variedad de 

propósitos. En el diseño e implementación de ensambles heterogéneos de aprendizaje 

automático de la presente investigación. Se dieron los siguientes casos: Para los 

ensambles voting y stacking, encontramos librerías que implementan tales casos. 

También encontramos implementaciones de ensambles bagging y boosting para modelos 

homogéneos. Pero era necesario modelos heterogéneos, motivo que genero la necesidad 

de diseñar e implementar, a raíz de este hecho recomendamos se plantee nuevos diseños 

de meta clasificadores, tomando en cuenta que no existen reglas para definir una 

determinada arquitectura. 
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I. ANEXOS 

1. CONSIDERACIONES EN EL ANÁLISIS Y EXPLORACIÓN DE 

MICROARRAY DE CÁNCER DE MAMA. 

Los datos registrados en microarray, son tan variados, que es necesario hacer un análisis 

y exploración de datos, para garantizar que los datos corresponden a muestras de cáncer 

de mama. A continuación, se listan algunos de los datos que se registran en los 

microarray: 

• Microarray de ADN, ARN, aminoácidos, proteínas, células, tejidos. 

• Microarray que registran cánceres: cáncer de próstata, pulmón, riñón, seno, tiroides, 

vejiga, páncreas, leucemia, hígado, colon, etc. 

• Microarray de un tipo particular de célula de cáncer de seno: células del conducto de 

leche, células de las glándulas que produce leche, tejido conectivo que da soporte del 

tejido glandular (filoides), células que revisten los vasos sanguíneos o los vasos 

linfáticos (angiosarcoma), células de soporte de tejido mamario (sarcomas), células 

del sistema linfático, sistema que posee células que combaten infecciones (linfomas), 

células de otros órganos, contagiados por metástasis, otras células, menos frecuentes. 

• Microarray que registra información de la evolución de células cancerosas, en base al 

tratamiento con un fármaco. 

• Microarray de cáncer de seno que registrar información de diferentes estadios de la 

enfermedad: 

i. Etapa temprana: Tumor propagado en un área pequeña. 

ii. Localizado: Tumor que mide entre 20 a 50 mm. 

iii. Propagación regional: Tumor que mide más de 50 mm. 

iv. Propagación lejana: El cáncer se propago más allá del seno. 

• Microarray que registra información de líneas celulares, de células cancerosas de seno 

(Las líneas celulares, son cultivos de tejidos cancerosos en laboratorio). 

• Microarray que registrar una variedad de líneas celulares, cuyo propósito es la 

comparación de líneas celulares. 

• Microarray que registra información de microARN. (Los microARN son secuencias 

de ARN, que se encuentran en la sangre, que son utilizadas en el diagnóstico y 

tratamiento de cáncer). 
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• Microarray que registran diferentes sub tipos de cáncer de seno, es decir muestras 

que, pertenecen a diferentes células cancerosas relacionadas al seno. 

• Microarray con sub tipos de cáncer de seno, provenientes de líneas celulares. 

• Microarray de cáncer de seno en diferentes estadios, provenientes de líneas celulares. 

• Microarray que registra evolución de cáncer de seno, que recibe tratamiento de 

radioterapia o quimioterapia. 

• Microarray de cáncer de seno, obtenido de diferentes plataformas, es decir que la 

fuente de datos es variada, por la marca, modelo del chip de microarray. 

• Microarray de células cancerosas de seno y células sanas. 

• Microarray de células cancerosas de seno, que pertenece a pacientes que fallecieron 

y de pacientes que siguen vivos. 

• Muestras de microarray de un color y de dos colores: 

a. Microarray de 1 color: microarray que hibrida sondas de una muestra 

sospechosa de cáncer, con sondas adosadas en el chip (las sondas del chip, 

puede ser variado, ya que el diseñador decide que sondas se adosaran al chip) 

b. Microarray de 2 colores: microarray que hibrida sondas de dos muestras, la 

primera que pertenece a una persona sospechosa de cáncer, y la otra que 

pertenece a una persona sana. 

• Microarray de datos de cáncer de seno, con diferentes diseños (se denomina diseño, 

a la cantidad y tipo de sondas, que posee el chip de microarray. 

• Microarray que contiene información de predicción de la sensibilidad de un fármaco, 

aplicado a personas con cáncer de seno. 

• Microarray de cáncer de seno de humanos y cáncer de seno de otras especies. 

• Microarray de cáncer de seno humano por género. 

• Microarray de muestras de cáncer a partir de sondas ADNc, ARNm. 

• Microarray que registra la evolución de crecimiento de tumores de seno. 

• Microarray de muestras de cáncer de seno, para clasificación binaria y multi 

clasificación. 

• Microarray de muestras, cuyo propósito es identificar genes que provocan la aparición 

del cáncer de seno. 
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2. PROCESO INTEGRAL DE OBTENCIÓN DE MICROARRAY Y 

APLICACIÓN DEL MODELO DE APRENIZAJE AUTOMÁTICO 

El repositorio NCBI, contiene información biotecnológica de: genoma, genes, secuencias 

de ADN, secuencias de ARN, secuencias de aminoácidos, proteínas, estructuras y 

taxonomía de diferentes especies. Una de las sub categorías del repositorio, corresponde 

a muestras de expresiones génicas de secuencias de ADN o ARN, almacenados en 

diferentes formatos, la búsqueda del dataset para la investigación es necesario tomar en 

cuenta las consideraciones detalladas en el ANEXO A de la presente investigación. 

La imagen 57, muestra el explorador de dataset de microarray, en las que, se ha resaltado, 

tres dataset de cáncer de seno, uno perteneciente a ratón y dos pertenecientes a homo 

sapiens. 

 

Figura 57. Explorador de dataset de microarray 

La figura 58, muestra detalles de la información del dataset seleccionado, entre los datos 

de importancia que encontramos, están: 

• Título: Cáncer de mama metastásico y sepsis. 

• Resumen: El dataset muestra similitudes moleculares entre los monocitos (tipo de 

glóbulo blanco), y los monocitos inmunosupresores (permite que el sistema 
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inmunitario sea menos capaz de detectar y destruir las células cancerosas o de 

combatir las infecciones) reprogramados de pacientes con sepsis (respuesta 

inmunitaria desbalanceada, anómala, que presenta el organismo, frente a una 

infección). 

• Organismo: homo sapiens. 

• Muestras: 13 (perteneciente a 13 individuos diferentes). 

• Fecha: 03/02/2015. 

• Clases: Cáncer de seno metastásico (4 muestras), Muestra de control saludable (3 

muestras), Sepsis por gramnegativos (3 muestras), Tuberculosis (3 muestras). 

 

Figura 58. Detalles del dataset de cáncer de seno metastásico y sepsis. 

En el presente Anexo se muestra el proceso de análisis, exploración, preparación de datos 

y posterior aplicación de algoritmos de aprendizaje automático, para el dataset 

GSE45827: 

• Fecha de publicación: 24 de marzo de 2016. 

• Fecha de actualización: 5 de abril de 2019. 
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• Autores: Fatima Mechta-Grigoriou, Tina Gruosso, Yann Kieffer, Thierry Dubois. 

• URL referencia: 

GEO-NCBI: https://www.ncbi.nlm.nih.gov/geo/query/acc.cgi?acc=GSE45827 

EMBL-EBI: https://www.ebi.ac.uk/biostudies/arrayexpress/studies/E-GEOD-45827 

• Código: E-GEOD-45827 en NCBI, GSE45827 en Instituto Europeo de 

Bioinformática. 

• Título: datos de expresión génica, de subtipos de cáncer de mama. 

• Organismo: homo sapiens 

• Descripción: el dataset contiene datos de expresión de subtipos de cáncer de mama En 

un estudio de cohorte de cáncer de mama invasivo primario (41 TN, 30 HER2, 29 

Luminal A y 30 Luminal B), así como 11 muestras de tejidos normales y 14 líneas 

celulares, obtuvimos una muestra de tumor en la cirugía antes cualquier tratamiento 

del paciente. Se extrajo el ARN total de todas las muestras y se cuantificó el 

transcriptoma completo con chips Affymetrix U133 Plus 2.0. 

• Preprocesado: Los autores detallan que la tarea de pre procesado consistió en: 

normalización usando GC-RMA (R versión 2.14.1). Luego, se aplicó un modelo lineal 

mixto que utiliza la máxima verosimilitud restringida. El modelo incluyó los diferentes 

lotes experimentales y el tipo de muestra como efectos fijos, y trató la variación técnica 

como efectos aleatorios. No se incluyeron términos de interacción. Este modelo se usó 

para derivar la importancia de la expresión diferencial entre diferentes tipos de tumores 

y para la corrección de los efectos de lote e hibridación. Para un análisis posterior, se 

promediaron las réplicas. Se elegio descartar los conjuntos de sondas con señal de nivel 

de ruido del análisis: específicamente, consideramos como no expresados y, por lo 

tanto, se descartó, todos los conjuntos de sondas con una intensidad log2 de menos de 

4 en el 95% o más de las muestras de tejido. ID_REF = VALOR = Intensidad log2 de 

GC-RMA. 

• Plataforma: Matriz Affymetrix Human Genoma U133 Plus 2.0 

• Cantidad de muestras: 155 

https://www.ncbi.nlm.nih.gov/geo/query/acc.cgi?acc=GSE45827
https://www.ebi.ac.uk/biostudies/arrayexpress/studies/E-GEOD-45827
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Propósito del dataset 

El dataset posee 6 subtipos de muestras de cáncer de mama, subtipos que detallamos a 

continuación: 

• HER2: Es un tumor de seno, que se expresa por niveles altos de la proteína conocida 

como HER2. La HER2 es una proteína en el exterior de todas las células mamarias 

que promueve el crecimiento. Las células del cáncer de seno con niveles más altos de 

lo normal de HER2 se llaman HER2-positivas. Estos cánceres tienden a crecer y 

propagarse más rápido que otros tipos de cáncer de seno, pero responden al 

tratamiento con medicamentos que tienen como blanco a la proteína HER2. 

• BASAL: Este tipo de cáncer, también denominado cáncer de mama triple negativo, 

incluye tumores que son negativos para el receptor de estrógeno, el receptor de 

progesterona y el receptor del factor de crecimiento epidérmico humano 2. Los 

pacientes con cáncer de mama de tipo basal tienen probabilidades de beneficiarse de 

la quimioterapia. 

• LINEA CELULAR: Las líneas celulares, es un tipo de célula, que ha sido adaptado, 

para crecer en el laboratorio (como un cultivo), y que se utiliza en investigación, 

existen varios tipos de células de este tipo, entre ellas están: MCF-7, MDA, MB-231, 

ViBo, HeLa. 

• LUMINAL A: El cáncer de mama luminal A es aquel con tumores RH positivos (RH 

 receptor hormonal. Si el tumor es RH positivo (RH+), se trata de un tumor que tiene 

receptores de hormonas (estrógenos o progesterona) que favorecen el crecimiento 

tumoral), HER2 negativos y un Ki67 inferior al 20 %. Supone entre el 25 y el 50 % 

de todos los tipos de cáncer de mama y es el de mejor pronóstico. 

• LUMINAL B: Luminal B es aquel con tumores RH+ y HER2 positivo o negativo. 

• NORMAL: Células que no presentan cáncer. 

La distribución de datos, se aprecia en la figura 59. 
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Figura 59. Distribución de clases del dataset GSE45827 

La figura 60, muestra los datos de la matriz de expresiones génicas, cuyas características 

detallamos: 

• Cada fila, corresponde a una muestra de un paciente, información extraída en un chip 

de microarray. 

• La primera columna “type” corresponde el atributo objetivo o clase. 

• De la segunda columna, a la última, registran expresiones génicas, de pequeñas 

secciones de ADN (sondas) del genoma humano, en la figura de referencia están 

rotulada como: 1007_s_at, 1053_at, 117_a7, …, etc. 

• Las expresiones génicas están normalizadas mediante log2. 

 

Figura 60. Expresiones génicas de muestra de cáncer de seno, la imagen visualiza 

únicamente 5 primeras muestras de un total de 151, y 11 genes de un total de 54675 

• Utilizando las herramientas de bioinformática del NCBI, mostramos los detalles de 

una sonda en particular: 1007_s_at, que está, ubicado en alguna región de uno de los 

46 cromosomas del ser humano. 

• Genoma humano: Se considera genoma humano, es la secuencia completa de 

ADN, el que, está formado por 23 pares de cromosomas, identificando 24 
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cromosomas diferentes, cromosomas que se ubican en el núcleo de la célula, como 

se muestra en la figura 61. 

 

Figura 61. Célula eucariota, que posee el humano 

• Cromosomas: La figura 62, muestra 22 cromosomas, más los cromosomas X e 

Y. La sonda 1007_s_at está ubicada en una región del cromosoma 6. 

 

Figura 62. Cromosomas de homo sapiens 

• Cromosoma 6: La figura 63, muestra los detalles del cromosoma 6, en ella se 

aprecia una línea vertical roja, está, es la zona en la que se ubica, la sonda 

1007_s_at. 
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Figura 63. Cromosoma 6 a detalle, las zonas oscuras, corresponden a los genes 

• Región 1007_s_at: La figura 78 muestra, los detalles de la región 1007_s_at, La 

sonda en análisis, consta de 10 sub regiones (1007_s_at_1, 1007_s_at_2, …), 

resaltados por las barras horizontales de color negro en la figura 64. 

 

Figura 64. Región 1007_s_at 

• Sub región 1007_s_at_1: la figura 65, muestra la sub región 1007_s_at_1, a 

escala muy pequeña, en la que, se aprecia las bases (Adenina, Citosina, Guanina, 

Timina), se puede observar que la sub región consta de 25 bases, es decir la 

secuencia: CACCCAGCTGGTCCTGTGGCTGGGA. 

 

Figura 65. sub región 1007_s_at_1 

• Secuencia completa de región 1007_s_at: La figura 66, muestra la secuencia 

completa de bases de ADN, de la región 1007_s_at, el que, consta de 451 bases. 

Estás 451 bases son representadas por un único valor, en la matriz de expresiones 

génicas de la figura 60. Este único valor representa la cantidad sondas 1007_s_at 

que se expresan en el organismo (cantidad de sondas 1007_s_at que hibridaron en 

el chip de microarray), es decir, la expresión génica equivale a la cantidad de 

sondas 1007_s_at presentes en el paciente del individuo en estudio. 

 

Figura 66. Secuencia completa de la región 1007_s_at 

• Selección de genes: El primer proceso, fue la reducción de dimensionalidad. La 

cantidad de atributos del dataset, es de 54675, se utilizó el método de Información 

Mutua, que selecciona los atributos con la puntuación más alta en la tarea de 
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predicción, método basado en la comparación de entropía (grado de desorden) 

generado por dos o más atributos, combinado con el método ANOVA, responsable 

de asignar la puntuación de importancia a cada atributo. Los atributos (genes) de los 

microarray contienen información relevante, mezcladas con ruido e información 

redundante, ANOVA permite detectar atributos que tenga poca variabilidad, que son 

considerados como atributos “redundantes”, y así poder eliminarlos. La figura 67, 

muestra, una gráfica de barras (54675 barras, una por cada atributo), la altura de las 

barras expresa la importancia del atributo para la predicción. 

 

Figura 67. Selección de genes importantes en la predicción 

De las 54675 sondas (atributos), se seleccionó las sondas con mayor puntuación. 

Sondas con puntuación mayor al 10% de la máxima puntuación, consiguiendo extraer 

con esta regla un total de 3631 sondas (genes). 

También, fueron eliminadas las clases minoritarias, es decir las muestras normales 

que tiene 7 unidades, y las muestras de línea celular que poseen 14 unidades, 

reduciéndose a un total de 130 muestras, cuya distribución se aprecia en la figura 68. 

 

Figura 68. Distribución de clases después de la reducción de la dimensionalidad 
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• Búsqueda de la mejor configuración de hiper parámetros, de algoritmos de 

aprendizaje automático: Para determinar la mejor configuración de los algoritmos 

de aprendizaje automático, se utilizó el método de búsqueda aleatoria en cuadricula. 

En cada caso se estableció un conjunto de valores, para cada uno, de los hiper 

parámetros de los algoritmos de aprendizaje automático, de los cuales se seleccionó 

de forma aleatoria 50 configuraciones. Luego se utilizó validación cruzada con k=10, 

y se entrenó con cada una de las configuraciones, es decir se entrenaron un total de 

50x10 modelos para cada algoritmo, buscando la mejor configuración, la tabla 11 

muestra los valores con los que se experimentó. 
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Tabla 11 

Hiper parámetros experimentados en la búsqueda de la mejor configuración 

 

Algoritmo Hiper parametro Valores Descripción

N vecinos
[2,3,4,5,6,7,8,9,10,11,12,1

3,14,15]
Número de vecinos a usar

Pesos ['uniform', 'distance']

uniforme' : pesos uniformes. Todos los puntos en cada 

vecindario se ponderan por igual.

'distancia' : puntos de peso por el inverso de su distancia. 

en este caso, los vecinos más cercanos de un punto de 

consulta tendrán una mayor influencia que los vecinos más 

alejados.

Algoritmo
['auto', 'ball_tree', 'kd_tree'

, 'brute']

Algoritmo utilizado para calcular los vecinos más 

cercanos:

'ball_tree' utilizará BallTree

'kd_tree' utilizará KDTree

'brute' utilizará una búsqueda de fuerza bruta.

'auto' intentará decidir el algoritmo más apropiado

Criterio ['gini', 'entropy', 'log_loss']

La función para medir la calidad de una división. Los 

criterios admitidos son "gini" para la impureza de Gini y 

"log_loss" y "entropía", ambos para la ganancia de 

información de Shannon

Divisor ['best', 'random']

La estrategia utilizada para elegir la división en cada 

nodo. Las estrategias admitidas son "mejor" para elegir la 

mejor división y "aleatoria" para elegir la mejor división 

aleatoria.

Max prof árbol [10, 20, 30, 40, 50, 100] La profundidad máxima del árbol.

NB

Kernel
['linear', 'poly', 'rbf', 'sigmo

id']

Especifica el tipo de kernel que se utilizará en el 

algoritmo.

Costo
[0.1, 0.2, 0.5, 0.8, 1, 2, 4, 8

, 15]

Costo es el valor de penalización admitida en la deterción 

del hiperplano.

Capas ocultas
[(100, 50, 10), (1500, 500, 

100), (1000, 100, 10)]
Número de neuronas en la capa oculta

Función 

activación

['identity', 'logistic', 'tanh', '

relu']

Función de activación de la capa oculta.

'identidad', activación sin operación, útil para implementar 

un cuello de botella lineal, devuelve f(x) = x

'logística', la función logística sigmoidea, devuelve f(x) = 

1 / (1 + exp(-x)).

'tanh', la función tan hiperbólica, devuelve f(x) = tanh(x).

'relu', la función de unidad lineal rectificada, devuelve f(x) 

= max(0, x)

Coef aprendizaje ['invscaling', 'adaptive']

Algoritrmo que busca el valor de coef. de aprendizaje 

para acutalización de pesos.

'invscaling' disminuye gradualmente la tasa de aprendizaje 

en cada paso de tiempo 't' usando un exponente de escala 

inversa.

'adaptable' mantiene la tasa de aprendizaje constante en 

'learning_rate_init' siempre que la pérdida de 

entrenamiento siga disminuyendo.

Momentum [0.5, 0.7, 0.9]
Momentum para la actualización del descenso de 

gradiente.

KNN

AD

No posee hiper parametros

SVC

MLP
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Habiendo aplicado validación cruzada, se obtuvo el valor de hiper parámetros, que 

optimizan la predicción, la tabla 12, muestra la mejor configuración encontrada para cada 

algoritmo, mediante el método búsqueda aleatoria en cuadricula. 

Tabla 12 

Valor de hiper parámetros óptimos encontrados mediante búsqueda aleatoria en 

cuadricula 

 

La figura 69, muestra la matriz de confusión, generada por los algoritmos KNN, AD, NB, 

SVC, MLP, utilizando los la mejor configuración de hiper parámetros de la tabla 12. 

KNN     AD 

    

NB     SVC 

Algoritmo Hiper parametro Valores Exactitud

N vecinos 4

Pesos uniform

Algoritmo kd_tree

Criterio gini

Divisor best

Max prof árbol 30

NB 87.18%

Kernel rbf

Costo 8

Capas ocultas (100, 50, 10)

Función activación relu

Coef aprendizaje adaptive

Momentum 0.9

AD

SVC

MLP

No posee hiper parametros

82.05%

82.05%

89.74%

69.23%

KNN
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MLP 

 

Figura 69. Matrices de confusión de los cinco algoritmos de clasificación 

• Valores medios encontrado con validación cruzada: Para garantizar que los 

resultados de las métricas de predicción sean confiables, se aplicó nuevamente 

validación cruzada con k=10, obteniendo un total de 10 valores de predicción, cuya 

gráfica en diagrama de cajas se aprecia la figura 70. Estos valores más adelante se 

utilizan para identificar el mejor clasificador. 
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Figura 70. Diagrama de bigotes de exactitud de predicción obtenida con validación 

cruzada (k=10) 

• Cumplimiento de requisitos, para aplicar ANOVA y Tukey: Para poder aplicar el 

test de ANOVA y luego el test de Tukey, es necesario que los datos posean 

distribución normal, la figura 71 muestra, una gráfica qqplot (cuartil cuartil), grafico 

obtenidos de valores de exactitud de predicción en cada uno de los test de validación 

cruzada de la figura 72. En la figura 71, se aprecia que, únicamente las métricas de 

KNN tiene distribución normal, por estar distribuidos en la diagonal secundaria (línea 

roja contina), evidenciando que el resto de clasificadores no tiene distribución normal. 

 

Figura 71: Gráfica cuartil-cuartil de los resultados de exactitud obtenidas con 

validación cruzada (k=10) 
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Figura 72. Exactitud de algoritmos de clasificación obtenido por validación cruzada 

con k=10 

De los anterior, podemos afirmar que aplicar el método ANOVA y Tukey para 

identificar el mejor clasificador, no será posible, por tanto, optamos, por utilizar el 

test Welch ANOVA (que es una adaptación del test t Student y es más confiable 

cuando las muestras tienen varianzas desiguales o tamaños de muestra desiguales) y 

Game Showell (es un test similar Tukey, que hace uso de HSD  diferencias realmente 

significativas, pero más robusta para varianza heterogénea). 

• Test de Welch ANOVA y Game Howell: Las hipótesis que debemos probar son: 

Ho: No existe diferencias significativas entre las medias de exactitud de predicción, 

de los algoritmos de clasificación. 

H1: Al menos existe una diferencia significativa, con las medias de exactitud de 

predicción, de dos algoritmos de clasificación. 

Aplicando la función de pairwise_gameshowell, de la librería pingouin, obtenemos 

la métrica del test de Welch ANOVA, mostrado en la figura 73. Donde p-valor es 

igual a 0.000006, expresado en el parámetro p-unc.  

 

Figura 73. Test de Welch ANOVA 

Para un valor de significancia de alfa = 0.01 o un grado de confianza del 99% 

afirmamos que: 
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Se rechaza la hipótesis Ho y se acepta la hipótesis alterna H1, ya que p-valor = 

0.000006 < alfa = 0.01. esto quiere decir que al menos existe un par de medias de 

exactitud de predicción, con diferencia significativa. Y concluimos que existe un 

mejor y peor clasificador. 

Para determinar ¿Cuál es el mejor clasificador?, aplicaremos la comparación de 

diferencias realmente significativas (HSP) con el test Game Howell. Haciendo uso de 

la función pairwise_gameshowell de la librería pingouin, cuyos resultados se 

aprecian en la figura 74, en ella se aprecia la columna diff (diferencia entre cada par 

de clasificadores), pval (valores Games Showell, equivalente a p-tukey, valores serán 

analizados para determinar el mejor clasificador. 

 

Figura 74. Resultado del test de Game Showell 

De la figura 74, obtenemos la tabla 16 (resumen de Games Showell), en la que se 

aprecia: 

Columna 1: Clasificador A 

Columna 2: Clasificador B 

Columna 3: Diferencia de medias del clasificador A y B 

Columna 4: Estadístico Games Showell. 

Columna 5: Indica si existe o no diferencia significativa entre clasificador A y B. 

Columna 6: Motivo o justificación por él se considera que hay diferencia significativa. 
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En la tabla 13 podemos detectar los siguiente. 

o Existe diferencias significativas entre los clasificadores AD y MLP, y de otra 

parte entre KNN y MLP. 

o No existe diferencias significativas en los otros casos. 

o Por otra parte, la exactitud de KNN = 82.05%, AD = 82.05% y MLP = 

33.33%, según la figura 69. 

Por los puntos anteriores, podemos concluir que el clasificador KNN y AD son los 

mejores clasificadores en comparación al clasificador MLP, pero el test de Games 

Howell, indica que no hay diferencia significativa entre KNN y SVC, KNN y NB, 

AD y SVC, ND y NB, de lo cual afirmamos que los mejores clasificadores son: KNN, 

AD, NB, SVC, y entre estos no existen diferencias significativas por tanto podemos 

afirmar que la exactitud de predicción es la misma,  y de forma pesimista asumimos 

dicha exactitud es de 82.05%.  

Tabla 13 

Resumen de la tabla Games Showell 

 

 

  

Clasificador 

A

Clasificador 

B

Game 

Howell 

(GH)

Diferencia 

Realmente 

Significativa

Motivo

AD KNN 0.063 0.846 No | media(A) - media(B) | = 0.063 <  GH = 0.846

AD MLP 0.558 0.0001 Si | media(A) - media(B) | = 0.558 >  GH = 0.0001

AD NB -0.001 1.000 No | media(A) - media(B) | = -0.001 <  GH = 1

AD SVC -0.057 0.608 No | media(A) - media(B) | = -0.057 <  GH = 0.608

KNN MLP 0.494 0.0004 Si | media(A) - media(B) | = 0.494 >  GH = 0.0004

KNN NB -0.064 0.838 No | media(A) - media(B) | = -0.064 <  GH = 0.838

KNN SVC -0.120 0.316 No | media(A) - media(B) | = -0.12 <  GH = 0.316

MLP NB -0.559 0.0001 No | media(A) - media(B) | = -0.559 <  GH = 0.0001

MLP SVC -0.614 0.00006 No | media(A) - media(B) | = -0.614 <  GH = 0.00006

NB SVC -0.056 0.625 No | media(A) - media(B) | = -0.056 <  GH = 0.625

  −   
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3. CÓDIGO FUENTE DE LA APLICACIÓN PARA DETERMINACIÓN DEL 

MEJOR ALGORITMO DE PREDICCIÓN DE CÁNCER DE MAMA 
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4. CÓDIGO FUENTE DE LA APLICACIÓN PARA DETERMINACIÓN DEL 

MEJOR ENSAMBLE DE PREDICCIÓN DE CÁNCER DE MAMA 

 

 



  

106 

 

 

 

 



  

107 

 

 

 

 

 



  

108 

 

 

 

 



  

109 

 

 

 

 



  

110 

 

 

 

 



  

111 

 

 

 

 

 



  

112 

 

 

 

 



  

113 

 

 



  

114 

 

 

 



  

115 

 

 

 



  

116 

 

 

 

 

 

 



  

117 

 

 

 

 



  

118 

 

 

 

 

  



  

119 

  



  

120 

 


